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Υπεύθυνη Δήλωση : Βεβαιώνω ότι είμαι συγγραφέας αυτής της πτυχιακής εργασίας 
και ότι κάθε βοήθεια την οποία είχα για την προετοιμασία της, είναι πλήρως 
αναγνωρισμένη και αναφέρεται στην πτυχιακή εργασία. Επίσης έχω αναφέρει τις όποιες 
πηγές από τις οποίες έκανα χρήση δεδομένων, ιδεών ή λέξεων, είτε αυτές αναφέρονται 
ακριβώς είτε παραφρασμένες. Επίσης, βεβαιώνω ότι αυτή η πτυχιακή εργασία 
προετοιμάστηκε από εμένα προσωπικά ειδικά για τις απαιτήσεις του προγράμματος 
σπουδών του Τμήματος Μηχανικών Πληροφορικής, Υπολογιστών και Τηλεπικοινωνιών 
του Διεθνούς Πανεπιστημίου της Ελλάδας. 
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1 Εισαγωγή: 
 

Η τεχνητή νοημοσύνη αναφέρεται στην ικανότητα μιας μηχανής να αναπαράγει τις 

γνωστικές λειτουργίες ενός ανθρώπου, όπως είναι η μάθηση, ο σχεδιασμός και η 

δημιουργικότητα. Η τεχνητή νοημοσύνη καθιστά τις μηχανές ικανές να 'κατανοούν' 

το περιβάλλον τους, να επιλύουν προβλήματα και να δρουν προς την επίτευξη ενός 

συγκεκριμένου στόχου. Ο υπολογιστής λαμβάνει δεδομένα (ήδη έτοιμα ή συλλεγμένα 

μέσω αισθητήρων, π.χ. κάμερας), τα επεξεργάζεται και ανταποκρίνεται βάσει αυτών. 

Τα συστήματα τεχνητής νοημοσύνης είναι ικανά να προσαρμόζουν τη συμπεριφορά 

τους, σε ένα ορισμένα βαθμό, αναλύοντας τις συνέπειες προηγούμενων δράσων και 

επιλύοντας προβλήματα με αυτονομία. Η ραγδαία εξέλιξη στον κλάδο της επιστήμης 

της πληροφορικής τις τελευταίες δεκαετίες έφερε και την εξέλιξη στην επιστήμη της 

Τεχνητής Νοημοσύνης.To 1997 η ΙΒΜ δημιούργησε ένα υπολογιστικό σύστημα που 

μπορούσε να παίξει σκάκι με την ονομασία Deep Blue[1], το οποίο κέρδισε τον τότε 

παγκόσμιο πρωταθλητή Garry Kasparov γράφοντας ιστορία και έκανε έτσι την έννοια 

Τεχνητή Νοημοσύνη γνωστή στο ευρύ κοινό. Όμως οι άνθρωποι δεν έγιναν 

εξυπνότεροι στον τρόπο που προγραμματίζουν ένα σύστημα Τεχνητής Νοημοσύνης 

οπότε τι άλλαξε τα τελευταία χρόνια και οδήγησε στην έκρηξη της επιστήμης αυτής; 

Η απάντηση είναι ο νόμος του Moore’s(Moore’s Law)που προβλέπει διπλάσια 

αύξηση στην μνήμη και στην ταχύτητα των υπολογιστικών συστημάτων κάθε 2 

χρόνια. Αυτός είναι ακριβώς και ο λόγος που το Deep Blue μπόρεσε να νικήσει τον 

Gary Kasparov.Ο νόμος αυτός αποδείχτηκε για άλλη μια φορά όταν το AlphaGo της 

Deepmind to 2017 νίκησε τον Ke Jie κορυφαίο παίχτη του πλανήτη στο παιχνίδι 

αυτό[2].Το Go από το οποίο πήρε και την ονομασία του πρόγραμμα αυτό είναι ένα 

αρχαίο επιτραπέζιο παιχνίδι που προέρχεται από την Κίνα. Θεωρείται το πιο 

περίπλοκο παιχνίδι στρατηγικής στον κόσμο με πιθανό αριθμό κινήσεων που 

ανέρχεται στις 10170  , ξεπερνάει δηλαδή τον αριθμό των ατόμων στο γνωστό σύμπαν. 

Τα άλματα που έχει κάνει η επιστήμη αυτή τα τελευταία 30 χρόνια βάζει κάποιον σε 

σκέψη για το τι θα μπορεί να επιτύχει στο μέλλον. 
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1.1 Περιγραφή του προβλήματος 
 

Παρόλο που τα CNN είναι ικανά να δώσουν λύσεις με μεγάλη ακρίβεια, απαιτούν 

μεγάλη επεξεργαστική ισχύ τόσο για την εκπαίδευσή τους όσο και για την εκτέλεση 

ενός πειράματος. Η ανάγκη αυτή οφείλεται στον μεγάλο αριθμό επιπέδων (layers) 

από τα οποία αποτελούνται τα μοντέλα CNN. Για παράδειγμα ένα από τα πρώτα 

μοντέλα το οποίο σχεδιάστηκε για την αναγνώριση αντικειμένων πάνω σε εικόνες 

αποτελείται από 16 επίπεδα(AlexNet), έχει εξήντα εκατομμύρια παραμέτρους 

(60.000.000) και εξακόσιες πενήντα χιλιάδες (650.000) νευρώνες από τους οποίους 

περισσότεροι εκτελούν πράξεις συνέλιξης. Ο Alex Krizhevsky επέδειξε το 2012 ότι η 

χρήση σύγχρονων μονάδων GPU (Graphics Processing Unit) για την εκτέλεση 

πράξεων έχει ως αποτέλεσμα την εκπαίδευση μοντέλων σε χρόνους πολλών τάξεων 

μεγέθους πιο κάτω σε σύγκριση με μία  μονάδα CPU (Central Processing Unit). 

Παρόλο που σήμερα έχουν σχεδιαστεί μοντέλα CNN τα οποία έχουν την δυνατότητα 

να αναγνωρίζουν και να εντοπίζουν αντικείμενα ανάμεσα σε χιλιάδες κλάσεις ο 

χρόνος εκτέλεσής τους είναι αρκετά μεγάλος (της τάξης των μερικών δευτερολέπτων 

σε σύγχρονες μονάδες CPU). Αυτό κάνει την χρήση των CNN σε εφαρμογές 

πραγματικού χρόνου όπως για παράδειγμα στα αυτό-οδηγούμενα αυτοκίνητα (self 

driving cars) [3], ακατάλληλη. Ωστόσο η επιστημονική κοινότητα σήμερα προσπαθεί 

να δώσει λύσεις στο συγκεκριμένο πρόβλημα εστιάζοντας το ενδιαφέρον στην 

σχεδίαση γρήγορου λογισμικού για υλοποίηση μοντέλων CNN τα οποία 

εκμεταλλεύονται κυρίως την υπολογιστική ισχύ των μονάδων GPU. 

 

1.2 Σκοπός της διπλωματικής εργασίας 
 

Η παρούσα διπλωματική εργασία μελετά την χρήση νευρωνικών δικτύων συνέλιξης 

(CNN)  για τον εντοπισμό ασθενειών φυτών με βάση φωτογραφίες των φυλλωμάτων 

τους. Επίσης ο χρήστης ‘ανεβάζοντας’ μια εικόνα στην διαδικτυακή που θα 

αναπτυχθεί θα μπορεί να λαμβάνει μια πρόβλεψη ασθένειας καθώς και το πόσο 

‘σίγουρο’ είναι το δίκτυο για την πρόβλεψη αυτή . Θα εξεταστεί η ανάπτυξη 

μοντέλων με την μέθοδο Transfer Learning και θα γίνει σύγκριση με ένα 

‘παραδοσιακό’ νευρωνικό δίκτυο συνέλιξης. Θα πραγματοποιηθεί εκτενής ανάλυση 

στην απόδοση του κάθε δικτύου και αυτό που θα έχει την καλύτερη σχέση 
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ακρίβειας(accuracy) με χρόνο εκπαίδευσης(train time) θα χρησιμοποιηθεί στην 

διαδικτυακή εφαρμογή. 

 

2 Τεχνικές Βαθιάς Μηχανικής Μάθησης 
 

Η ικανότητα ενός νοούμενου συστήματος να αποκτά από μόνο του γνώση εξάγοντας 
πρότυπα ή και χαρακτηριστικά σημεία από τα δεδομένα είναι γνωστή ως Μηχανική 
Μάθηση. Στο κεφάλαιο αυτό θα παρουσιαστούν και θα αναλυθούν τεχνικές και 
αλγόριθμοι Μηχανικής Μάθησης με επίκεντρο τα βαθιά νευρωνικά δίκτυα ( Deep 
Neural Networks – DNN). 

 

 

2.1 Κλάδοι και εφαρμογές της επιστήμης της Τεχνητής Νοημοσύνης 
 

Πολλά προβλήματα που μέχρι πριν μερικά χρόνια λύνονταν με προγραμματισμένη 

από τον άνθρωπο γνώση, σήμερα επιλύονται με χρήση αλγορίθμων ML (Machine 

Learning).Κάποια παραδείγματα είναι: 

 

• Αναγνώριση ομιλίας – Speech Recognition 

• Μηχανική Όραση – Computer Vision 

• Αναγνώριση ηλεκτρονικών επιθέσεων στο διαδίκτυο – Cyberattack 

detection 

• Επεξεργασία φυσικής γλώσσας – Natural Language Processing 

• Μηχανές Αναζήτησης – Search Engines 

• Ρομποτική 

  

Τα προβλήματα Μηχανικής Μάθησης χωρίζονται σε τρεις μεγάλες κατηγορίες: 

 

• Υπό επίβλεψη Μάθηση – Supervised Learning: Στο υπολογιστικό 

σύστημα δίνονται παραδείγματα εισόδου και επιθυμητής εξόδου, 

δηλαδή στα δεδομένα έχουν προηγουμένως ανατεθεί ετικέτες (Labels) 
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και στόχος είναι να εξαχθεί ένας γενικός κανόνας αντιστοίχισης της 

εισόδου στην επιθυμητή έξοδο. 

 

• Χωρίς επίβλεψη μάθηση – Unsupervised Learning: Τα δεδομένα δεν 

έχουν ετικέτες (Labels) αφήνοντας έτσι τον αλγόριθμο ML να βρει 

από μόνος του δομές στα δεδομένα εισόδου. 

 

• Εκμάθηση δια ανταμοιβής – Reinforcement Learning: Ο πράκτορας 

αλληλεπιδρά με ένα δυναμικό περιβάλλον στο οποίο πρέπει να 

εκτελέσει ένα συγκεκριμένο στόχο, χωρίς την ύπαρξη ενός ‘δασκάλου’ 

που να ορίζει ρητά αν έχει φθάσει κοντά στον στόχο. Ένα παράδειγμα 

εφαρμογής είναι η νοημοσύνη χαρακτήρων σε video games (Game 

AI). 

 

 
Εικόνα 1.1 Κλάδοι και εφαρμογές της επιστήμης της Τεχνητής Νοημοσύνης(Πηγή: Abdul Wadid) 

 

https://www.slideshare.net/awahid/big-data-and-machine-learning-for-businesses
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2.2 Συνελικτικό νευρωνικό δίκτυο 
 

 

Τα συνελικτικά νευρωνικά δίκτυα ή όπως είναι ευρέως γνωστά Convolutional Neural 

Networks (CNN) είναι ένα είδος αλγόριθμου που μπορεί να λάβει μια εικόνα 

εισόδου, να αποδώσει σημασία σε διάφορες πτυχές ή αντικείμενα στην εικόνα και να 

διαφοροποιήσει την μία από την άλλη. Τα πρώτα μοντέρνα CNNs παρουσιάστηκαν 

την δεκαετία του 90 και χρησιμοποιήθηκαν για την αναγνώριση χειρόγραφων 

χαρακτήρων, πιο συγκεκριμένα ο Yann LeCun[4] χρησιμοποίησε την MNIST βάση 

δεδομένων η οποία περιέχει χιλιάδες εικόνες με τα χειρόγραφα αριθμητικά ψηφία. Το 

μοντέλο εκπαιδεύεται δίνοντας του μια εικόνα και ζητώντας το να προβλέψει τι 

ψηφίο είναι και έπειτα προσαρμόζουμε τις  παραμέτρους του μοντέλου ανάλογα με το 

αν η πρόβλεψη ήταν σωστή ή λάθος. Το 2012 τα CNNs γνώρισαν πολύ μεγάλη 

ανάπτυξη μετά από την πρωτόγνωρη για τα μέχρι τότε δεδομένα απόδοση ενός CNN 

που ονομαζόταν AlexNet[5] στο ImageNet dataset[6].Το ImageNet είναι ένα dataset 

το οποίο περιέχει εικόνες από καθημερινά αντικείμενα και ζώα. Αυτή την στιγμή 

μετρά πάνω από 14 εκατομμύρια εικόνες και αποτελεί σημείο αναφοράς για 

οποιοδήποτε CNN. 

 

2.3 Αρχιτεκτονική Νευρωνικού Δικτύου Βάθους 
 

Το μοντέλο του  Yann LeCun αποτελείται από 7 στρώματα με είσοδο ασπρόμαυρες 

εικόνες μεγέθους 32Χ32, όσο το μέγεθος τους στην MNIST βάση δεδομένων. Το 

μοντέλο προτείνει μια διάταξη από επίπεδα συνέλιξης (Convolutional Layer/CONV), 

ακολουθούμενο από ένα επίπεδο υπό-δειγματοληψίας (Pooling Layer).Η διάταξη 

αυτή επαναλαμβάνεται δυόμιση φορές πριν οι χάρτες χαρακτηριστικών εξόδου 

(Output FeatureMaps) μετασχηματιστούν σε επίπεδη αναπαράσταση και 

τροφοδοτηθούν σε έναν αριθμό πλήρως συνδεδεμένων στρωμάτων για τελική 

ερμηνεία και πρόβλεψη. 
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Εικόνα 2.2 Αρχιτεκτονική δικτύου LeNet-5(Πηγή: Le Cun et al.1998] 

 
2.3.1 Επίπεδο Συνέλιξης (Convolutional layer) 
 

Στο πλαίσιο ενός συνελικτικού νευρωνικού δικτύου, μια συνέλιξη είναι μια γραμμική 

πράξη που περιλαμβάνει τον πολλαπλασιασμό ενός συνόλου βαρών με την είσοδο, 

όπως ακριβώς ένα παραδοσιακό νευρωνικό δίκτυο. Δεδομένου ότι η τεχνική 

σχεδιάστηκε για πολυδιάστατη είσοδο, ο πολλαπλασιασμός πραγματοποιείται μεταξύ 

μιας σειράς δεδομένων εισόδου και μιας  διάταξης βαρών που ονομάζεται φίλτρο ή 

πυρήνας (Kernel)[7].Η συνέλιξη  ενός φίλτρου με τον όγκο εισόδου παράγει έναν 

χάρτη εξόδου (output map) όπως φαίνεται στην παρακάτω εικόνα. Οι διαστάσεις του 

χάρτη αυτού δίνονται από τον τύπο : (N – F) + 1, όπου Ν οι διαστάσεις του χάρτη 

εισόδου και F οι διαστάσεις του φίλτρου. Για παράδειγμα εάν έχουμε έναν χάρτη 

εισόδου μεγέθους  6Χ6 και ένα φίλτρο μεγέθους 3Χ3 τότε θα είχαμε σαν αποτέλεσμα 

έναν χάρτη μεγέθους 4Χ4. 

 

https://ieeexplore.ieee.org/abstract/document/726791
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Εικόνα 2.3 Συνέλιξη ενός φίλτρου με τον όγκο εισόδου.[Πηγή: Konstantin S. Pervunin] 

 

Το φίλτρο μετακινείται πάνω στον χάρτη εισόδου με βήμα το οποίο ονομάζεται stride 

και είναι μια υπέρ-παράμετρος(Hyperparameter) των επιπέδων συνέλιξης. Παρακάτω 

φαίνεται η κίνηση ενός φίλτρου με stride 1 και 2 αντίστοιχα. Παρατηρούμε πως 

αλλάζει αυτό την μέγεθος του τελικού χάρτη. 

 

Εικόνα 2.4 Διαδικασία συνέλιξης.[Πηγή: Stack Overflow] 

 

 

Ένα πρόβλημα που εμφανίζεται στην περίπτωση των μοντέλων με μεγάλο αριθμό 

επιπέδων είναι η μείωση των διαστάσεων μήκους και πλάτους του χάρτη, το οποίο 

https://www.researchgate.net/figure/a-Illustration-of-the-operation-principle-of-the-convolution-kernel-convolutional-layer_fig2_309487032
https://stackoverflow.com/questions/42883547/intuitive-understanding-of-1d-2d-and-3d-convolutions-in-convolutional-neural-n
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είναι αποτέλεσμα της διαδοχικής εφαρμογής πράξεων συνέλιξης. Αυτή είναι μια 

ανεπιθύμητη συμπεριφορά αφού περιορίζει και τις διαστάσεις των φίλτρων που 

μπορούμε να χρησιμοποιήσουμε σε κάθε επίπεδο. Για να αποτρέψουμε αυτήν την 

συμπεριφορά μπορούμε να επεκτείνουμε τις διαστάσεις μήκους και πλάτους , 

προσθέτοντας μηδενικά στα σύνορα του χάρτη εισόδου του εκάστοτε επιπέδου. Η 

διαδικασία αυτή ονομάζεται zero-padding. Με την εισαγωγή της υπέρ-παραμέτρου η 

εξίσωση υπολογισμού του χάρτη εξόδου έχει την μορφή : (N – F + 2P)/S + 1 όπου P 

η υπέρ-παράμετρος zero-padding και S η υπέρ παράμετρος stride. 

  

 
Εικόνα 2.5 Zero-padding[Πηγή: Mahitha Singirikonda] 

 

2.3.2 Επίπεδο Υπό-Δειγματοληψίας (Pooling Layer) 
 

Τα επίπεδα υπό-δειγματοληψίας προστίθενται συνήθως στο δίκτυο, μεταξύ 

διαδοχικών επιπέδων συνέλιξης. Η λειτουργία τους είναι να μειώσουν τις χωρικές 

διαστάσεις των αναπαραστάσεων, μειώνοντας έτσι τον αριθμό των παραμέτρων και 

άρα τους υπολογισμούς που γίνονται στο νευρωνικό δίκτυο. 

 

https://mahithas.medium.com/how-padding-helps-in-cnn-2b87957e1b
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Εικόνα 2.6 Επίπεδο Υπό-δειγματοληψίας[Πηγή: Nadeem Akhtar] 

 

  

Οι κυριότερες συναρτήσεις υπό-δειγματοληψίας είναι οι συναρτήσεις max και 

average. Στην παρακάτω εικόνα βλέπουμε τα αποτελέσματα των συναρτήσεων 

δειγματοληψίας max και average αντίστοιχα: 

 

Εικόνα 2.7 Συναρτήσεις Υπό-δειγματοληψίας Max , average Pooling[Πηγή: StackExchange]  

 

 

https://www.researchgate.net/publication/334208543_Interpretation_of_intelligence_in_CNN-pooling_processes_a_methodological_survey
https://tex.stackexchange.com/questions/654546/tables-side-by-side-with-big-curly-brackets
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2.3.3 Πλήρως Συνδεδεμένο Επίπεδο(Fully Connected Layer) 
 

 

Ένα πλήρως συνδεδεμένο επίπεδο συνδέεται με όλους τους νευρώνες στο 

προηγούμενο επίπεδο. Συνήθως το τελευταίο επίπεδο σε ένα CNN  είναι πλήρως 

συνδεδεμένο και πιο συγκεκριμένα έχει τόσους όσες και οι κλάσεις της πρόβλεψης. 

Για παράδειγμα το CNN που εξετάστηκε παραπάνω έχει το τελευταίο επίπεδο 

πλήρως συνδεδεμένο και αποτελείται από 10 νευρώνες. 

 

 

 

2.4 Συναρτήσεις ενεργοποίησης (Activation Functions) 
 

 

O κύριος στόχος κάθε νευρωνικού δικτύου είναι να μετασχηματίσει τα μη γραμμικά 

διαχωρίσιμα δεδομένα εισόδου σε πιο γραμμικά διαχωρίσιμα αφηρημένα 

χαρακτηριστικά(lineary separable abstract features) χρησιμοποιώντας την ιεραρχία 

των στρωμάτων. Αυτά τα στρώματα είναι συνδυασμοί γραμμικών και μη γραμμικών 

συναρτήσεων. Τα πιο δημοφιλή μη γραμμικά στρώματα είναι οι συναρτήσεις 

ενεργοποίησης. Μερικές κοινές ιδιότητες των συναρτήσεων αυτών είναι: Να μην 

αυξάνει την πολυπλοκότητα του μοντέλου σε μεγάλο βαθμό, πρέπει να διατηρεί την 

βαθμιδωτή ροή(gradient flow) κατά την εκπαίδευση του μοντέλου. Υπάρχουν πολλά 

είδη συναρτήσεων ενεργοποίησης ανάλογα με το είδος του προβλήματος που 

καλείται κάποιος να λύσει και την θέση της συνάρτησης αυτής μέσα στο μοντέλο. Οι 

κυριότερες συναρτήσεις ενεργοποίησης είναι: 

 

 

Σιγμοειδής(Sigmoid)  

Η σιγμοειδής είναι μια μη γραμμική συνάρτηση(non linear) η οποία παίρνει σαν 

είσοδο έναν κανονικό αριθμό και τον κανονικοποιεί στο διάστημα [0,1] 
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Εικόνα 2.8 Γραφική παράσταση Σιγμοειδούς συνάρτησης[Πηγή: Quora] 

 

 

Υπερβολική Εφαπτομένη(Tanh) 

Παίρνει σαν είσοδο έναν θετικό αριθμό και τον κανονικοποιεί στο διάστημα [-1,1] 

 

 

Εικόνα 2.9 Γραφική παράσταση Υπερβολικής Εφαπτομένης[Πηγή: Papers with code] 

 

 

https://www.quora.com/Where-can-one-find-proof-that-the-derivative-of-a-sigmoid-function-ranges-between-0-and-0-25
https://paperswithcode.com/method/tanh-activation
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Rectified Linear Unit(ReLU) 

Μία από τις πιο δημοφιλείς συναρτήσεις ενεργοποίησης που γνώρισε μεγάλη 

ανάπτυξη τα τελευταία χρόνια. Κρατάει την ενεργοποίηση οριοθετημένη στο μηδέν 

και είναι γρήγορη στον υπολογισμό. Το μειονέκτημά της είναι ότι κατά την διάρκεια 

της εκπαίδευσης τα βάρη ανανεώνονται με τέτοιο τρόπο που ο νευρώνας μπορεί να 

μην ενεργοποιηθεί ποτέ. 

 

 
Εικόνα 2.10 Γραφική παράσταση Rectified Linear Unit[Πηγή: Leo Pauly] 

 

 

 

Leaky ReLU 

Η συνάρτηση ενεργοποίησης Leaky ReLU προσπαθεί να λύσει το προαναφερθέν 
πρόβλημα που εμφανίζεται με την χρήση της συνάρτησης ReLU. Αντί να μηδενίζεται 
για x < 0, η συνάρτηση Leaky ReLU έχει μια μικρή κλίση όπως φαίνεται στο σχήμα 
παρακάτω: 

https://www.researchgate.net/publication/319235847_Deeper_Networks_for_Pavement_Crack_Detection
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Εικόνα 2.11 Γραφική παράσταση Leaky ReLU[Πηγή: Papers With Code] 

 

Η τιμή της σταθεράς α ορίζει την κλίση της συνάρτησης για x < 0 και μπορεί να δοθεί 
σαν παράμετρος του εκάστοτε νευρώνα. 

 

2.5 Συναρτήσεις Απώλειας-Κόστους(Loss-Cost Functions) 
 

Η απώλεια στην Μηχανική μάθηση μας βοηθά να κατανοήσουμε τη διαφορά μεταξύ 

της προβλεπόμενης και της πραγματικής τιμής. Η συνάρτηση που χρησιμοποιείται 

για την ποσοτικοποίηση αυτής της απώλειας κατά την φάση της εκπαίδευσης με την 

μορφή ενός πραγματικού αριθμού είναι γνωστή ως Συνάρτηση Απώλειας. Οι 

συναρτήσεις αυτές χρησιμοποιούνται σε προβλήματα με Υπο-Επίβλεψη μάθηση. 

Αξιοσημείωτα παραδείγματα τέτοιων αλγορίθμων είναι η παλινδρόμιση και η 

λογιστική παλινδρόμιση (regression, logistic regression). Οι όροι συνάρτηση κόστους 

και συνάρτηση απώλειας είναι ανάλογοι. Η συνάρτηση απώλειας χρησιμοποιείται 

όταν αναφερόμαστε στο σφάλμα για ένα μόνο παράδειγμα εκπαίδευσης, ενώ η 

συνάρτηση κόστους χρησιμοποιείται για την αναφορά σε έναν μέσο όρο των 

συναρτήσεων απώλειας σε ολόκληρο το σύνολο δεδομένων εκπαίδευσης. 

 

 

https://paperswithcode.com/method/leaky-relu
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Οι συναρτήσεις απώλειας έχουν στόχο να τιμωρήσουν τις λανθασμένες αποφάσεις 

που λαμβάνονται από τον ταξινομητή και άρα στην έξοδο ενός Νευρωνικού Δικτύου 

κατά την διάρκεια της εκπαίδευσής του. Μία συνάρτηση σφάλματος έχει την μορφή: 

 

Error = f(target-output) 

 

Σε προβλήματα κατηγοροιοποίησης (classification),όπως για παράδειγμα η 

αναγνώριση αντικειμένων σε εικόνες η πιο γνωστή και συχνά χρησιμοποιούμενη 

συνάρτηση ταξινόμησης είναι η συνάρτηση Softmax η οποία έχει την μορφή: 

 

 

 

 

Όπου ο δείκτης i αναφέρεται σε ένα στοιχείο του διανύσματος των πιθανών κλάσεων. 

Η πιο πάνω μαθηματική εξίσωση μας δίνει την πιθανότητα η έξοδος y να ανήκει σε 

μια εκ του συνόλου των πιθανών κλάσεων, έχοντας υπό συνθήκη  τα δεδομένα 

εισόδου x. Πιο συγκεκριμένα παίρνει σαν είσοδο ένα διάνυσμα πραγματικών τιμών 

(z) και κατασκευάζει ένα καινούργιο διάνυσμα του οποίου τα στοιχεία είναι 

κανονικοποιημένα στο διάστημα [0,1] και το άθροισμά του ισούται με την μονάδα. Η 

συνάρτηση σφάλματος που χρησιμοποιείται στην περίπτωση του ταξινομητή Softmax 

είναι η συνάρτηση cross-entropy: 
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2.6 Αλγόριθμος Οπισθοδιάδοσης(Backpropagation) 
 

Ο αλγόριθμος backpropagation εμφανίστηκε την δεκαετία του 1960 αλλά γνώρισε 

τεράστια αποδοχή όταν το 1989 οι David Rumelhart, Geoffrey Hinton και Ronald 

Williams απέδειξαν την  αποδοτικότητά τους στην εκπαίδευση των νευρωνικών 

δικτύων[8]. Σήμερα ο αλγόριθμος αυτός χρησιμοποιείται κατά κόρον για την 

εκπαίδευση μεγάλων νευρωνικών δικτύων με εκατομμύρια παραμέτρους. Σκοπός του 

αλγορίθμου Backpropagation είναι να ελαχιστοποιήσει το σφάλμα, δοσμένης μίας 

συνάρτησης σφάλματος χρησιμοποιώντας τον αλγόριθμο Gradient Descent. 

Υπολογίζει το σφάλμα και ανανεώνει ανάλογα τις τιμές του πολυεπίπεδου 

νευρωνικού δικτύου, ακολουθώντας μια προς τα πίσω διαδικασία. Πρακτικά ο 

αλγόριθμος backpropagation εφαρμόζει τον κανόνα της αλυσιδωτής παραγώγισης 

(gradient chain rule) για τον υπολογισμό των μερικών παραγώγων δωσμένης μιας 

συνάρτησης σφάλματος: 

𝜕𝜕𝜕𝜕
𝜕𝜕𝑥𝑥

=
𝜕𝜕𝜕𝜕
𝜕𝜕𝜕𝜕

×
𝜕𝜕𝜕𝜕
𝜕𝜕𝜕𝜕

 

 

Το πρώτο βήμα για την ελαχιστοποίηση του σφάλματος είναι ο υπολογισμός της 

παραγώγου της    συνάρτησης σφάλματος ως προς τις παραμέτρους w του κάθε 

επιπέδου ή καλύτερα κάθε νευρώνα ,του νευρωνικού δικτύου: 

𝜕𝜕𝛦𝛦𝑡𝑡𝑡𝑡𝑡𝑡𝑡𝑡𝑡𝑡
𝜕𝜕𝑤𝑤𝑖𝑖,𝑗𝑗
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Στο παρακάτω σχήμα φαίνεται η διαδικασία υπολογισμού της παραγώγου της 

συνάρτησης σφάλματος ως προς τις παραμέτρους w ενός νευρωνικού δικτύου που 

αποτελείται από ένα κρυφό επίπεδο και κάθε επίπεδο αποτελείται από δύο νευρώνες: 

 

  

 

 

 

 

 

 

 

 

 

 

 
Η αλυσιδωτή παραγώγιση εμπλέκει και την μερική παραγώγιση της συνάρτησης 

ενεργοποίησης κάθε νευρώνα ως προς τις παραμέτρους w του. Έτσι η επιλογή της 

συνάρτησης ενεργοποίησης επηρεάζει και την απόδοση , τόσο σε χρόνο εκτέλεσης 

όσο και σε σφάλματα λόγω της παραγώγισης του αλγόριθμου backpropagation. 

 

 

 

 
 

 

Εικόνα 2.12 Απεικόνιση αλγόριθμου οπισθοδιάδοσης[Πηγή: Matt Mazur] 

https://mattmazur.com/2015/03/17/a-step-by-step-backpropagation-example/
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2.7 Μάθηση με μεταφορά (Transfer Learning): 
 

Η μάθηση με μεταφορά είναι μια μέθοδος μηχανικής εκμάθησης όπου ένα μοντέλο 

που έχει αναπτυχθεί για μια εργασία επαναχρησιμοποιείται ως το σημείο εκκίνησης 

για ένα μοντέλο σε μια δεύτερη εργασία[9]. Είναι μια δημοφιλής προσέγγιση στη 

βαθιά μάθηση (deep learning) όπου τα προεκπαιδευμένα μοντέλα χρησιμοποιούνται 

ως το σημείο εκκίνησης για την υπολογιστική όραση (computer vision) δεδομένου 

του τεράστιου υπολογιστικού όγκου και  χρόνου που απαιτείται για την ανάπτυξη 

αυτών των μοντέλων.  Το κάθε μοντέλο εκπαιδεύεται σε διαφορετικό dataset 

(συνήθως είναι το ImageNet για CNN δίκτυα). Το δίκτυο χρησιμοποιεί τα 

βάρη(weights) και τα χαρακτηριστικά (features) από το dataset στο όποιο έχει 

εκπαιδευτεί αρχικά. Αυτό το βοηθά να ‘εντοπίζει’ μοτίβα και χαρακτηριστικά στις 

εικόνες που του δίνουμε πολύ πιο γρήγορα από ένα παραδοσιακό νευρωνικό δίκτυο 

που κατασκευάσαμε εμείς εξαρχής. 

 

 

 

3 Εργαλεία Hardware και Software  
 

Στο κεφάλαιο αυτό παρουσιάζονται τα βασικά εργαλεία λογισμικού που 

χρησιμοποιήθηκαν για τα πειράματα. Έγινε χρήση της βιβλιοθήκης Tensorflow 

καθώς και των βιβλιοθηκών Pandas και Numpy. Για την δημιουργία του ιστότοπου 

έγινε χρήση των γλωσσών HTML σε συνδυασμό με CSS και JavaScript. Τέλος για 

την δημιουργία των γραφικών παραστάσεων χρησιμοποιήθηκε η βιβλιοθήκη 

MatplotLib. Το λειτουργικό σύστημα επιλογής είναι το Ubuntu Linux 20.04 LTS. 
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3.1 Tensorflow 
 

Το Tensorflow είναι μια δωρεάν βιβλιοθήκη ανοιχτού κώδικα που χρησιμοποιείται 

κυρίως για την υλοποίηση και εκπαίδευση  νευρωνικών δικτύων βάθους. 

Αναπτύχθηκε το 2015 από την Google Brain η οποία είναι μια ομάδα έρευνας και 

ανάπτυξης της Google[10]. Το Tensorflow δέχθηκε την μεγαλύτερη αναβάθμισή του 

το 2019 με την έκδοση 2.0. Η ικανότητα του να χρησιμοποιηθεί με πολλές γλώσσες 

προγραμματισμού  όπως η Python, C++ και Javascript της δίνει την δυνατότητα να 

μπορεί να χρησιμοποιηθεί σε πληθώρα εφαρμογών και τομέων. Μερικές επεκτάσεις 

του Tensorflow είναι το Tensorflow.js το οποίο επιτρέπει στους χρήστες να 

μετατρέψουν υπάρχοντα μοντέλα Tensorflow σε Tensorflow.js καθώς και την 

εξολοκλήρου ανάπτυξη του τελευταίου, επιτυγχάνοντας έτσι την χρήση του σε 

διαδικτυακές εφαρμογές . Άλλη μια επέκταση είναι το TFLite το οποίο επιτρέπει την 

ανάπτυξη μοντέλων σε συσκευές με μικρή υπολογιστική ισχύ όπως κινητές συσκευές. 

 

 

 

3.2 Numpy 

 

Το Numpy είναι μια από τις πιο δημοφιλείς βιβλιοθήκες της Python. Δίνει την 

δυνατότητα αναπαράστασης πινάκων πολλών διαστάσεων , περιέχει ρουτίνες για 

αλγευρικούς υπολογισμούς, πράξεις μεταξύ πινάκων καθώς και διακριτούς 

μετασχηματισμούς Fourier[11]. Στον πυρήνα του Numpy βρίσκεται το  αντικείμενο 

ndarray το οποίο ενθυλακώνει του πίνακες n- διαστάσεων ομοιογενών τύπων 

δεδομένων. Το Numpy αποτελεί βασικό κομμάτι του Tensorflow  καθώς τα 

αντικείμενα ndarray μετατρέπονται αυτόματα σε tensors καθώς και το ανάποδο. 
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3.3 Pandas 

 

Το Pandas είναι μια βιβλιοθήκη της Python ανοιχτού κώδικα με ευρεία χρήση στον 

τομέα της επιστήμης δεδομένων(Data Science). Είναι χτισμένο πάνω στο Numpy το 

οποίο παρέχει υποστήριξη πολυδιάστατων πινάκων. Πυρήνας του Pandas είναι το 

DataFrame αντικείμενο[12] το οποίο χρησιμοποιείται για την απλοποίηση 

χρονοβόρων  διαδικασιών όπως καθαρισμός δεδομένων(Data cleansing), 

κανονικοποίηση δεδομένων(Data Normalization), οπτικοποίηση δεδομένων(Data 

Visualization), στατιστική ανάλυση καθώς και πολλές ακόμα λειτουργίες. 

 

3.4 MatplotLib 

 

Το MatplotLib είναι μία ακόμα βιβλιοθήκη ανοιχτού κώδικα με βαρύτητα στην 

οπτικοποίηση  δεδομένων. Είναι αριθμητική επέκταση του NumPy και ως εκ τούτου 

αποτελεί μια αξιόλογη ενναλακτική ανοιχτού κώδικα για το MATLAB[13]. Η κύρια 

χρήση του MatplotLib είναι για την κατασκευή γραφικών παραστάσεων που είναι 

εύκολες τόσο στην ανάγνωση όσο και στην κατανόηση. 

 

 

3.5 Scikit Learn 

 

To Scikit Learn είναι άλλη μία βιβλιοθήκη ανοιχτού κώδικα που χρησιμοποιείται σε 

έργα μηχανικής μάθησης. Επικεντρώνεται σε εργαλεία μηχανικής μάθησης , 

συμπεριλαμβανομένων μαθηματικών , στατιστικών και αλγορίθμων γενικού σκοπού 

που αποτελούν την βάση για πολλές  άλλες τεχνολογίες[14]. Σε αυτή την 

διπλωματική εργασία θα δοθεί ιδιαίτερη βαρύτητα στα εργαλεία στατιστικής 

ανάλυσης που παρέχονται από την βιβλιοθήκη αυτήν. 
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3.6 Hardware 
 

Η βιβλιοθήκη Tensorflow είναι σχεδιασμένη να χρησιμοποιεί την πλατφόρμα CUDA 

της NVIDIA. Το CUDA είναι μια πλατφόρμα παράλληλων υπολογιστών(parallel 

computing) και ένα μοντέλο προγραμματισμού που αναπτύχθηκε από την NVIDIA 

για γενικούς υπολογισμούς σε μονάδες γραφικής επεξεργασίας(GPU) [15]. Με το 

CUDA, οι προγραμματιστές είναι σε θέση να επιταχύνουν τις υπολογιστικές 

εφαρμογές αξιοποιώντας την δύναμη των GPU. Στην περίπτωση όμως που δεν 

υπάρχει διαθέσιμη μια GPU της NVIDIA το Tensorflow μπορεί να χρησιμοποιήσει 

μόνο τον CPU με μεγάλη όμως αύξηση στον χρόνο εκτέλεσης των εφαρμογών 

αυτών. Στο παρών σύστημα θα χρησιμοποιηθεί μόνο ο CPU διότι δεν υπάρχει 

πρόσβαση σε GPU της NVIDIA. Το σύστημα αποτελείται από έναν Ryzen 9 3900x 

επεξεργαστή 24 νημάτων καθώς και 32 GB μνήμης RAM.  
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4 Υλοποιήσεις 

 
Η διπλωματική αυτή καταπιάνεται με το πρόβλημα της ανάπτυξης νευρωνικού 

δικτύου βάθους για την αναγνώριση ασθενειών φυτών έχοντας ως είσοδο τις εικόνες 

των φυλλωμάτων τους. Πραγματοποιήθηκε μελέτη και σύγκριση τριών διαφορετικών 

CNN δικτύων με την μέθοδο του Transfer Learning το οποίο αναλύθηκε παραπάνω. 

Επίσης κατασκευάστηκε ένα CNN δίκτυο χειροκίνητα με σκοπό την σύγκριση με τα 

παραπάνω δίκτυα. Η σύγκριση θα πραγματοποιηθεί τόσο στην ακρίβεια(accuracy) 

του κάθε μοντέλου όσο και στον χρόνο εκτέλεσής του. Από αυτές τις μετρήσεις θα 

παραχθούν και γραφικές παραστάσεις οι οποίες θα οπτικοποιούν τα αποτελέσματα 

αυτά. 

 

 

 

 

4.1 Προεκπαιδευμένα Μοντέλα CNN 

 

Όπως αναφέρθηκε στο υποκεφάλαιο 3.1 το βασικό εργαλείο λογισμικού που 

χρησιμοποιήθηκε είναι το Tensorflow το οποίο βασίζεται στην βιβλιοθήκη Keras. Το 

Κeras είναι αναπόσπαστο κομμάτι του Tensorflow 2 και περιέχει όλες τις 

υλοποιήσεις των μοντέλων και επιπέδων που θα χρειαστούμε για την εκπόνηση αυτής 

της διπλωματικής εργασίας[16]. Οι βασικές δομές δεδομένων(Data Structure) του 

Keras είναι οι layers και models. Στην εικόνα παρουσιάζεται το πως καλούμε την 

βιβλιοθήκη Tensorflow καθώς και κάποια layers του Keras. 
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import tensorflow as tf 

from tensorflow.keras.layers import Conv2D, MaxPool2D, Flatten, Dense, 

BatchNormalization, Dropout 

 

 

 

4.1.1 EfficientNetB0 
 

Τα συνελικτικά νευρωνικά δίκτυα (CNN) αναπτύσσονται συνήθως με σταθερό 

κόστος πόρων και στη συνέχεια κλιμακώνονται προκειμένου να επιτευχθεί καλύτερη 

ακρίβεια όταν διατίθενται περισσότεροι πόροι. Για παράδειγμα, το ResNet μπορεί να 

κλιμακωθεί από το ResNet-18 στο ResNet-200 αυξάνοντας τον αριθμό των επιπέδων 

και πρόσφατα, το GPipe πέτυχε 84,3% ακρίβεια ImageNet top-1 με την κλιμάκωση 

ενός βασικού CNN κατά τέσσερις φορές[17]. Η συμβατική πρακτική για την κλίμακα 

μοντέλων είναι η αυθαίρετη αύξηση του βάθους ή του πλάτους του CNN ή η χρήση 

μεγαλύτερης ανάλυσης εικόνας εισόδου για εκπαίδευση και αξιολόγηση. Ενώ αυτές 

οι μέθοδοι βελτιώνουν την ακρίβεια, συνήθως απαιτούν εντατικό χειροκίνητο 

συντονισμό και εξακολουθούν να αποδίδουν συχνά μη βέλτιστη απόδοση. Τι θα 

γινόταν αν, αντ’ αυτού, μπορούσε να βρεθεί μια πιο βασική μέθοδος για να 

κλιμακωθεί ένα CNN για καλύτερη ακρίβεια και αποτελεσματικότητα; 

 

Προκειμένου να κατανοηθεί η επίδραση της κλιμάκωσης του δικτύου, μελετήθηκε 

συστηματικά την επίδραση της κλιμάκωσης διαφορετικών διαστάσεων του μοντέλου. 

Ενώ η κλιμάκωση μεμονωμένων διαστάσεων βελτιώνει την απόδοση του μοντέλου, 

παρατηρήθηκε ότι η εξισορρόπηση όλων των διαστάσεων του δικτύου —πλάτους, 

βάθους και ανάλυσης εικόνας— σε σχέση με τους διαθέσιμους πόρους θα βελτίωνε 

καλύτερα τη συνολική απόδοση. Το πρώτο βήμα στη μέθοδο σύνθετης κλιμάκωσης 

είναι η εκτέλεση μιας αναζήτησης πλέγματος(grid search) για να βρεθεί η σχέση 

μεταξύ των διαφορετικών διαστάσεων κλιμάκωσης του δικτύου βάσης κάτω από έναν 

σταθερό περιορισμό πόρων (π.χ. 2 φορές περισσότερα FLOPS). Αυτό καθορίζει τον 
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κατάλληλο συντελεστή κλιμάκωσης για κάθε μία από τις διαστάσεις αναφέρθηκε 

παραπάνω. Στη συνέχεια εφαρμόζεται αυτούς τους συντελεστές για να κλιμακωθεί το 

βασικό δίκτυο στο επιθυμητό μέγεθος μοντέλου στόχου ή υπολογιστικό 

προϋπολογισμό. 

 

 

Εικόνα 4.1.1 Παρaδείγματα κλιμάκωσης σε ένα δίκτυο EfficientNet[Πηγή: Google AI Blog] 

 

 

 
4.1.2 ResNet50 
 

Το ResNet σημαίνει Residual Network(Υπολοιπόμενο δίκτυο). Είναι ένα καινοτόμο 

νευρωνικό δίκτυο που εισήχθη για πρώτη φορά από τους Kaiming He, Xiangyu 

Zhang, Shaoqing Ren και Jian Sun στην ερευνητική τους εργασία για την όραση 

υπολογιστή το 2015[18].Tο μοντέλο ήταν εξαιρετικά επιτυχημένο αφού κατέκτησε 

την πρώτη θέση στον διαγωνισμό κατάταξης ILSVRC 2015 με σφάλμα μόλις 3,57%. 

Επιπλέον, ήρθε πρώτο στον εντοπισμό ImageNet,τον εντοπισμό COCO του 2015. Το 

ResNet έχει πολλές παραλλαγές που εκτελούνται με την ίδια έννοια αλλά έχουν 

διαφορετικό αριθμό επιπέδων. Το Resnet50 χρησιμοποιείται για να υποδηλώσει την 

παραλλαγή που μπορεί να λειτουργήσει με 50 επίπεδα νευρωνικών δικτύων. Η πρώτη 

https://ai.googleblog.com/2019/05/efficientnet-improving-accuracy-and.html
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αρχιτεκτονική ResNet ήταν η Resnet-34.Το δίκτυο εμπνεύστηκε από τα νευρωνικά 

δίκτυα VGG (VGG-16, VGG-19), με τα συνελικτικά δίκτυα να έχουν φίλτρα 3×3. 

Ωστόσο, σε σύγκριση με τα VGGNets, τα ResNets έχουν λιγότερα φίλτρα και 

μικρότερη πολυπλοκότητα όπως φαίνεται και στην παρακάτω εικόνα. Στα δίκτυα 

πριν το ResNet50 υπήρχε μικρή διαφορά στην οποία οι συνδέσεις συντόμευσης 

(shortcut connections) παράκαμπταν 2 επίπεδα αλλά στο ResNet50 παρακάμπτουν 3 

και επίσης προστέθηκαν  1 Χ 1 επίπεδα συνέλιξης.  

 

Εικόνα 4.1.2 Διαφορές μεταξύ ResNet34 και ResNet 50[Πηγή: Stack Exchange] 

 

 

 

https://stats.stackexchange.com/questions/280179/why-is-resnet-faster-than-vgg
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Εικόνα 4.1.3 Σύγκριση Αρχιτεκτονικής ResNet34 με VGG19[Πηγή: Towards Data Science] 

 

 

 

 

https://towardsdatascience.com/understanding-and-visualizing-resnets-442284831be8
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4.1.3 MobileNet V2 
 

Το δίκτυο MobileNet δημιουργήθηκε το 2017 από την Google με σκοπό την ένταξη 

μοντέλων τα οποία χρησιμοποιούν λίγους υπολογιστικούς πόρους, κάτι που θα 

επιτρέψει την εκτέλεσή τους από φορητές συσκευές όπως ένα κινητό τηλέφωνο. Τα 

μοντέλα αυτά βασίζονται στο Tensorflow. Το 2018 η Google παρουσίασε την 

δεύτερη έκδοση του μοντέλου αυτού. Οι 2 βασικοί στόχοι που προσπαθεί να επιτύχει 

το μοντέλο αυτό είναι: Όσο το δυνατόν μικρότερο μέγεθος του μοντέλου και όσο το 

δυνατόν μικρότερη πολυπλοκότητα. Ακολουθώντας αυτές τις αρχές το MobileNet V1 

είναι ένα μικρό με χαμηλή καθυστέρηση(low latency) και χαμηλή κατανάλωση 

μοντέλο που παραμετροποιείται για να ικανοποιήσει τους περιορισμούς πόρων. Η 

βασική αρχιτεκτονική του MobileNetV1 βασίζεται σε μια βελτιστοποιημένη 

αρχιτεκτονική που χρησιμοποιεί διαχωρίσιμες συνελίξεις σε βάθος για να 

δημιουργήσει ελαφριά βαθιά νευρωνικά δίκτυα[19]. Όσον αφορά τις αρχιτεκτονικές 

νευρωνικών δικτύων, η διαχωρίσιμη συνέλιξη κατά βάθος είναι μια συνέλιξη που 

ακολουθείται από μια σημειακή συνέλιξη(pointwise convolution) όπως φαίνεται στο 

παρακάτω σχήμα. Στο MobileNet V1 η σημειακή αυτή συνέλιξη εφαρμόζει  μία 

συνέλιξη 1 Χ 1 για να συνδυάσει τις εξόδους. 

 

 

Εικόνα 4.1.4 Αρχιτεκτονική MobileNet V1[Πηγή: Google AI Blog] 

Η δεύτερη έκδοση του MobileNet χτίστηκε πάνω σε κάποιες από τις βασικές ιδέες 
του προκατόχου του αλλά χρησιμοποίησε και κάποιες νέες για εργασίες όπως 

https://ai.googleblog.com/2017/06/mobilenets-open-source-models-for.html
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ταξινόμηση  εικόνων. Από άποψη αρχιτεκτονικής το MobileNet V2 παρουσίασε 2 
νέες αρχιτεκτονικές: Γραμμικά σημεία συμφόρησης μεταξύ των στρωμάτων (linear 
bottlenecks) και συνδέσεις συντομεύσεων μεταξύ των σημείων συμφόρησης. Η 
βασική δομή φαίνεται παρακάτω: 

 

 

 
Εικόνα 4.1.5 Αρχιτεκτονική MobileNetV2[Πηγή: MobileNetV2: Inverted Residuals and Linear Bottlenecks] 

 

 

Η βασική ιδέα πίσω από το MobileNetV2 είναι ότι τα σημεία 

συμφόρησης(bottlenecks) κωδικοποιούν τις ενδιάμεσες εισόδους και εξόδους του 

μοντέλου, ενώ το εσωτερικό στρώμα(inner layer) ενσωματώνει την ικανότητα του 

μοντέλου να μετατρέπεται από έννοιες χαμηλότερου επιπέδου, όπως τα pixel μια 

εικόνας σε περιγραφικούς παράγοντες υψηλότερου επιπέδου, όπως κατηγορίες 

εικόνων. 

 

https://arxiv.org/abs/1801.04381
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4.1.4 Manual Model 
 

Στα πλαίσια σύγκρισης και προσπάθειας ανάδειξης της αποτελεσματικότητας της 

μεθόδου Transfer Learning κατασκευάστηκε και ένα μοντέλο χρησιμοποιώντας την 

αρχιτεκτονική που προσφέρει το Tensorflow και ονομάζεται Διαδοχικό 

Μοντέλο(Sequential Model). Αυτό μας επιτρέπει βάλουμε τα στρώματα (Layers) του 

νευρωνικού δικτύου μας το ένα μετά το άλλο όπως φαίνεται και στο παρακάτω 

παράδειγμα: 

 

 

 

model = keras.Sequential( 

 [ 

  layers.Dense(2, activation="relu", name="layer1"), 

  layers.Dense(3, activation="relu", name="layer2"), 

  layers.Dense(4, name="layer3"), 

 ] 

) 
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Πιο συγκεκριμένα η αρχιτεκτονική του μοντέλου μπορεί να αποθηκευτεί σε εικόνα 
μέσω του Tensorflow παράγοντας το ακόλουθο αποτέλεσμα: 
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Παρατηρείται ότι στην αρχή έχουμε είσοδο εικόνων με διαστάσεις 224 * 224 με 

βάθος 3 χρωμάτων(RGB). Εισάγονται σε ένα επίπεδο συνέλιξης και 

χρησιμοποιώντας το στρώμα BatchNormalization μειώνεται ο χρόνος εκπαίδευσης 

ενώ παράλληλα αντιμετωπίζει την τάση του μοντέλου να κάνει υπερπροσαρμογή 

(overfit), ένα βασικό πρόβλημα που καλούνται να αντιμετωπίσουν τα συνελικτικά 

νευρωνικά δίκτυα. Έπειτα περνάει από ένα επίπεδο Υπό-Δειγματοληψίας του οποίου 

η λειτουργία επεξηγείται στο κεφάλαιο 2.3.2 και στο τέλος εφαρμόζεται ένα στρώμα 

Dropout. Το στρώμα αυτό εκτελεί μια μέθοδο τακτοποίησης(regularization method) η 

οποία κατά την διάρκεια της εκπαίδευσης αγνοεί έναν αριθμό εξόδων(outputs) με 

τυχαία σειρά. Ο αριθμός των εξόδων που θα αγνοεί ορίζεται κατά την διάρκεια 

δήλωσης του στρώματος αυτού. Με την διαδικασία αυτή μειώνεται ακόμα 

περισσότερο η υπερπροσαρμογή(overfit). Όλη η παραπάνω διαδικασία αποτελεί έναν 

κύκλο εκπαίδευσης. Κατά την δήλωση του Conv2D στρώματος υπάρχει η μεταβλητή 

filters στη οποία θέτουμε τον αριθμό των φίλτρων που θέλουμε να χρησιμοποιήσουμε 

όπως αυτά επεξηγούνται στο κεφάλαιο 2.3.1. Σε γενικές γραμμές όσο μεγαλύτερος ο 

αριθμός των φίλτρων τόσο περισσότεροι “νευρώνες” δημιουργούνται. Δεν υπάρχει 

σταθερός αριθμός για τον αριθμό και την ανάλυση των φίλτρων. Αυτό είναι κάτι που 

διαφέρει από εφαρμογή σε εφαρμογή ακόμα και μεταξύ μοντέλων όταν αυτά 

εκπαιδεύονται στο ίδιο dataset. Ο αριθμός των φίλτρων μπορεί να παρατηρηθεί στο 

γράφημα αρχιτεκτονικής του δικτύου στην έξοδο του Conv2D στρώματος. 

Παρατηρείται επίσης και η μείωση διαστάσεων της κάθε εικόνας στα MaxPool2D 

στρώματα των οποίων η λειτουργία αναλύεται στο κεφάλαιο 2.3.2. Έπειτα καλείται 

το Flatten στρώμα το οποίο πολλαπλασιάζει όλες τις διαστάσεις σε έναν ενιαίο  

τανιστή(tensor). Στο τέλος υπάρχει το Dense στρώμα το οποίο καλεί την συνάρτηση 

ενεργοποίησης που έχει οριστεί και έχει σαν έξοδο τον αριθμό των κλάσεων του 

dataset. 

4.2 Dataset 

 

Το Dataset που χρησιμοποιήθηκε ονομάζεται Plant Village και αποτελείται από 

περίπου 46 χιλιάδες εικόνες που χωρίζονται σε 35 κατηγορίες. Σε κάθε μια κατηγορία 

υπάρχουν εικόνες είτε υγιών είτε φυλλωμάτων με ασθένεια. Είναι χωρισμένα σε 

Train και Test dataset με περίπου 37 χιλιάδες και 9 χιλιάδες εικόνες αντίστοιχα. Το 

Train dataset χρησιμοποιείται κατά την εκπαίδευση του μοντέλου καθώς κάνει 
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εξόρυξη των χαρακτηριστικών της κάθε κατηγορίας και το Test χρησιμοποιείται για 

την επαλήθευση των προβλέψεων του μοντέλου και τυχόν διορθώσεων που θα 

πραγματοποιήσει. 

 

 

 

  Κατηγορία ασθένειας Πλήθος εικόνων στο 
Test Dataset. 

1.  Apple_Black_rot 124 

2.  Apple_Cedar_apple_rust 55 

3.  Apple_healthy 329 

4.  Apple_scab 126 

5.  Blueberry_healthy 300 

6.  Cherry_Powdery_mildew 210 

7.  Cherry_healthy 171 

8.  Corn_Cercospora_leaf_spot_Gray 103 

9.  Corn_Common_rust 238 

10.  Corn_Northern_Leaf_Blight 197 

11.  Corn_healthy 232 

12.  Grape_Black_rot 236 

13.  Grape_healthy 85 

14.  Peach_Bacterial_spot 459 

15.  Peach_healthy 72 

16.  Pepper_bell_Bacterial_spot 199 

17.  Pepper_bell_healthy 296 

18.  Potato_Early_blight 200 

19.  Potato_Late_blight 200 

20.  Potato_healthy 30 

21.  Raspberry_healthy 74 
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22.  Soybean_healthy 1018 

23.  Squash_Powdery_mildew 367 

24.  Strawberry_Leaf_scorch 222 

25.  Strawberry_healthy 91 

26.  Tomato_Bacterial_spot 425 

27.  Tomato_Early_blight 200 

28.  Tomato_Late_blight 382 

29.  Tomato_Leaf_Mold 190 

30.  Tomato_Septoria_leaf_spot 354 

31.  Tomato_Spider_mites Two-spotted_spider_mite 335 

32.  Tomato_Target_Spot 281 

33.  Tomato_Tomato_Yellow_Leaf_Curl_Virus 1071 

34.  Tomato_Tomato_mosaic_virus 75 

35.  Tomato_healthy 318 

 

Στον παραπάνω πίνακα παρουσιάζονται όλες οι κατηγορίες που υπάρχουν στο dataset 

καθώς και ο αριθμός εικόνων που περιέχει η καθεμία. Οι εικόνες θα τροφοδοτούνται 

στο δίκτυο έχοντας ανάλυση 224 Χ 224 και βάθος 3 χρωμάτων(RGB). Όπως 

παρατηρούμε υπάρχει αρκετή απόκλιση στον αριθμό των εικόνων μεταξύ 

κατηγοριών για το οποίο οφείλεται το dataset. Αυτό επηρεάζει την ακρίβεια 

πρόβλεψης του μοντέλου για την συγκεκριμένη κατηγορία. Αργότερα όμως θα 

διαπιστωθεί ότι με την ικανότητα που έχουν τα προεκπαιδευμένα δίκτυα αυτή η 

μεταβλητή επηρεάζει την συνολική ακρίβεια του μοντέλου σε πολύ μικρό βαθμό. 
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5  Πειράματα 
 

Τα πειράματα χωρίζονται σε 2 φάσεις. Στην πρώτη φάση θα χρησιμοποιηθεί το ήδη 

γνωστό dataset που παρουσιάστηκε παραπάνω ενώ στην δεύτερη ένα dataset 

αποτελούμενο από 3 κατηγορίες και μόλις 500 εικόνες. Αυτό το dataset θα 

χρησιμοποιηθεί σαν σημείο αναφοράς για το πόσο προηγμένη είναι η τεχνική της 

μεταφοράς μάθησης(Transfer Learning). 

 

5.1 Plant Village Dataset 

 

Χρησιμοποιώντας την εντολή model.summary() το tensorflow μας παράγει μια 

αναφορά στην οποία υπάρχουν τα ονόματα των επιπέδων (layers) του μοντέλου, το 

σχήμα(shape) εξόδου το οποίο παράγουν καθώς και ο αριθμός των εκπαιδεύσιμων 

παραμέτρων(αν υπάρχουν) του κάθε layer. Αυτό μας δίνει μια λεπτομερή ανάλυση 

της συμπεριφοράς του δικτύου καθώς και της αρχιτεκτονικής του. 

 

 

 

Layer( type) Output shape Parameters 

Input layer (Input Layer) (None,224,224,3) 0 

data_augmentation 
(Sequential Model) 

(None,None,None,3) 0 

efficientnetb0(Functional) (None,None,None,1280) 4.049.571 

global_avg_pooling 

(Global_Average_Pooling) 

(None,1280) 0 

output_layer(Dense) (None,35) 44835 

 

Πίνακας 5.1.1:   Αρχιτεκτονική Μοντέλου EffientNetB0 
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Layer( type) Output shape Parameters 

Input layer (Input Layer) (None,224,224,3) 0 

data_augmentation 
(Sequential Model) 

(None,None,None,3) 0 

resnet50(Functional) (None,None,None,2048) 23.587.712 

global_avg_pooling 

(Global_Average_Pooling) 

(None,2048) 0 

output_layer(Dense) (None,35) 71715 

 

Πίνακας 5.1.2:   Αρχιτεκτονική Μοντέλου ResNet50  

 

 

Layer( type) Output shape Parameters 

Input layer (Input Layer) (None,224,224,3) 0 

data_augmentation 
(Sequential Model) 

(None,None,None,3) 0 

mobilenetv2(Functional) (None,None,None,1280) 2.257.984 

global_avg_pooling 

(Global_Average_Pooling) 

(None,1280) 0 

output_layer(Dense) (None,35) 44835 

 

Πίνακας 5.1.3:   Αρχιτεκτονική Μοντέλου MobileNetV2 

 

 

Στο τέλος της εκπαίδευσης εμφανίζεται και ο χρόνος που απαιτήθηκε για να 

ολοκληρωθεί ο έλεγχος ολόκληρου του train dataset από το μοντέλο(epoch). Αυτή 

είναι μια από τις πιο σημαντικές μετρήσεις καθώς μας δίνει τον συνολικό χρόνο 

εκπαίδευσης  

ενός μοντέλου. Στην περίπτωσή μας υπάρχουν 37073 εικόνες στο Train Dataset.Το 

δίκτυο δεν μπορεί να “κοιτάξει” όλες τις εικόνες ταυτόχρονα. Για τον λόγο αυτό 
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χωρίζει τις εικόνες σε παρτίδες που ονομάζονται Batches.Ο αριθμός των Batches σε 

μια Epoch μπορεί να υπολογιστεί με τον παρακάτω τύπο: 

batches in epoch = training test size / batch size 

 

 

Στην δική μας περίπτωση έχουμε 37073 εικόνες και μέγεθος batch = 32 άρα τα 

συνολικά batches ανά epoch θα είναι 1159.Το μέγεθος ενός batch αποτελεί μια 

μεταβλητή η οποία επηρεάζει σε μεγάλο βαθμό την απόδοση ενός μοντέλου. Μεγάλο 

μέγεθος batch αποδίδει καλύτερα όταν υπάρχουν αρκετοί διαθέσιμοι πόροι σε ένα 

σύστημα (GPU,RAM) αλλά ταυτόχρονα μπορεί να οδηγήσει το μοντέλο σε 

overfitting την αδυναμία του μοντέλου δηλαδή να αναγνωρίσει μοτίβα σε εικόνες που 

δεν έχει ξαναδεί, όπως εικόνες εκτός του dataset.Η επιλογή του κατάλληλου μεγέθους 

batch είναι μια διαδικασία η οποία απαιτεί πολύ πειραματισμό και συνήθως γίνεται 

για την τελειοποίηση της απόδοσης του μοντέλου. Λόγω περιορισμού 

hardware(έλλειψης GPU) του συστήματος όπου  πραγματοποιήθηκε ο  πειραματισμός 

βρέθηκε ότι το πιο αποδοτικό μέγεθος του batch είναι το 32 και ταυτόχρονα είναι 

προκαθορισμένη τιμή του δικτύου. Άξιο αναφοράς είναι επίσης το γεγονός ότι το 

batch size αναφέρεται ως none στο output shape όπως φαίνεται και στον παραπάνω 

πίνακα και είναι η πρώτη μεταβλητή. 
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Εικόνα 5.1 Δείγμα φωτογραφιών που υπάρχουν στο dataset Plant Village 

 

 

Μία ακόμα εντολή που χρησιμοποιήθηκε από την βιβλιοθήκη Scikit Learn είναι η : 

sklearn.metrics.classification_report. Υπολογίζει την ακρίβεια(precision) την 

ανάκληση(recall) καθώς και το fscore.  

• Πιο συγκεκριμένα η ακρίβεια(accuracy) υπολογίζεται από τον τύπο : 

tp / (tp + fp) 

Όπου tp ή true positive είναι η σωστή ταξινόμηση της θετικής κλάσης από το 

μοντέλο. Ομοίως ένα tn ή true negative είναι ένα αποτέλεσμα όπου το μοντέλο 

προβλέπει σωστά την αρνητική κλάση. Fp ή false positive είναι ένα αποτέλεσμα όπου 

το μοντέλο προβλέπει εσφαλμένα την θετική κλάση ενώ το fn ή false negative όταν 

προβλέπει λανθασμένα την αρνητική τάξη. Η ακρίβεια είναι η ικανότητα του 

ταξινομητή να μην χαρακτηρίζει ένα αρνητικό δείγμα ως θετικό. 

 

• Η ανάκληση(recall) υπολογίζεται από τον τύπο : 

tp / (tp + fn) 

Και μας δίνει την ικανότητα του ταξινομητή να βρίσκει όλα τα θετικά δείγματα. 
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• Η ακρίβεια (Fscore) μπορεί να ερμηνευθεί ως ένας αρμονικός μέσος όρος της 

ακρίβειας(accuracy) και της ανάκλησης(recall), όπου μια βαθμολογία Fscore 

έχει καλύτερη τιμή το 1 και χειρότερη το 0.  

 

• Η τιμή support μας δείχνει τον αριθμό τον δειγμάτων ανά κλάση στο Test 

Dataset. 

 

 

 precision recall f1-score  

 EficientNet ResNet Mobile
Net 

EficientNet ResNet Mobile
Net 

EficientNet ResNet Mobile
Net 

Suppor
t 

0 0.98 0.99 1 1 0.98 0.15 0.99 0.98 0.25 124 

1 1 0.98 0 0.98 0.98 0 0.99 0.98 0 55 

2 0.91 0.97 0.25 1 0.99 0.82 0.95 0.98 0.39 329 

3 1 0.96 0.7 0.79 0.94 0.11 0.88 0.95 0.19 126 

4 0.99 1 0.65 1 0.97 0.43 1 0.99 0.52 300 

5 1 1 0.8 1 0.99 0.29 1 1 0.43 210 

6 0.99 0.99 1 1 0.98 0.15 1 0.99 0.26 171 

7 0.82 0.86 0.5 0.82 0.83 0.5 0.82 0.84 0.5 103 

8 1 1 0.98 1 1 0.99 1 1 0.99 238 

9 0.9 0.9 0.64 0.9 0.93 0.55 0.9 0.92 0.59 197 

10 1 1 0.97 1 1 0.82 1 1 0.89 232 

11 1 1 0.87 1 1 0.31 1 1 0.46 236 

12 1 1 0.95 1 1 0.24 1 1 0.38 85 

13 0.99 0.99 0.57 1 0.99 0.32 1 0.99 0.41 459 

14 0.96 0.95 0.88 0.96 0.96 0.1 0.96 0.95 0.18 72 

15 0.98 0.96 0.85 0.97 0.97 0.06 0.98 0.97 0.1 199 

16 0.99 0.99 0.85 0.99 0.97 0.19 0.99 0.98 0.31 296 

17 0.97 0.97 0.86 1 0.98 0.19 0.98 0.98 0.31 200 
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18 0.95 0.97 0.4 0.95 0.88 0.15 0.95 0.92 0.22 200 

19 0.8 0.76 0.5 0.93 0.93 0.1 0.86 0.84 0.17 30 

20 1 0.99 0.23 1 1 0.62 1 0.99 0.34 74 

21 1 0.99 0.74 0.99 1 0.85 0.99 0.99 0.79 1018 

22 1 1 0.63 1 1 0.65 1 1 0.64 367 

23 1 1 0.71 1 1 0.52 1 1 0.6 222 

24 1 0.97 0.62 1 0.99 0.2 1 0.98 0.3 91 

25 0.95 0.96 0.59 0.98 0.94 0.08 0.97 0.95 0.14 425 

26 0.96 0.93 0.49 0.75 0.78 0.33 0.84 0.85 0.4 200 

27 0.95 0.94 0.72 0.95 0.91 0.25 0.95 0.92 0.38 382 

28 0.98 1 0.3 0.85 0.58 0.39 0.91 0.74 0.34 190 

29 0.93 0.91 0.29 0.97 0.91 0.11 0.95 0.91 0.16 354 

30 0.86 0.72 0.18 0.93 0.89 0.61 0.89 0.79 0.28 335 

31 0.84 0.8 0.07 0.94 0.75 0.02 0.89 0.77 0.03 281 

32 1 1 0.9 0.97 0.96 0.49 0.98 0.98 0.64 1071 

33 0.97 0.98 0.42 0.93 0.75 0.07 0.95 0.85 0.11 75 

34 0.98 0.72 0.14 0.98 1 0.96 0.98 0.83 0.25 318 

  

Πίνακας 5.1.4:   Πίνακας σύγκρισης μοντέλων 

 

Στον παραπάνω πίνακα πραγματοποιείται η σύγκριση μεταξύ των τριών μοντέλων 
και γίνεται σαφές ότι το MobileNet δεν μπορεί να ανταγωνιστεί τα άλλα 2 δίκτυα σε 
καμία μέτρηση ταξινόμησης. 

 

 

Με την εντολή sklearn.metrics.accuracy_score υπολογίζεται η συνολική ακρίβεια του 
υποσυνόλου και παράγει τα εξής αποτελέσματα: 

 

Network Accuracy (%) 

EffientNetB0 96.78 

ResNet50 94.62 
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MobileNetV2 44.56 

 

 

Η ακρίβεια(accuracy) μεταξύ του EfficientNet και του ResNet βρίσκεται πολύ κοντά. 

Πρέπει να βρεθεί ακόμα ένας παράγοντας σύγκρισης μεταξύ των μοντέλων αυτών. Ο 

παράγοντας αυτός είναι ο χρόνος εκπαίδευσης του κάθε μοντέλου. Κατά την διάρκεια 

της εκπαίδευσης παράγεται μια μπάρα προόδου(progress bar) στην οποία 

αναγράφεται ο χρόνος που χρειάζεται από το δίκτυο για να ‘δει’ ένα batch, οπότε 

γνωρίζοντας τον αριθμό των εικόνων στο train dataset όπως αναφέρθηκε και 

παραπάνω καταλήγουμε σε 1159 batches ανά epoch. Οπότε οι χρόνοι που 

χρειάστηκαν τα δίκτυα για να ολοκληρώσουν 1 epoch είναι οι εξής: 

 

Network Train time per epoch(seconds) 

EffientNetB0 446.2 

ResNet50 857.6 

MobileNetV2 243.3 

 

 

 

 

Από τον παραπάνω πίνακα γίνεται σαφές ότι το EfficientNet δίκτυο όχι μόνο έχει 

καλύτερο accuracy από το ResNet αλλά ταυτόχρονα χρειάζεται και λιγότερο χρόνο 

για την εκπαίδευσή του. Η απόδοση του MobileNet δεν ήταν ικανοποιητική στις 

απαιτήσεις της συγκεκριμένης εφαρμογής. Η χρήση του μοντέλου αυτού έχει νόημα 

σε λιγότερο απαιτητικές εφαρμογές καθώς δεν είχε την απαραίτητη αρχιτεκτονική για 

να μπορέσει να ξεχωρίσει τις ασθένειες στα φυλλώματα , κάτι που γίνεται εμφανές 

στον πίνακα 5.1.4. Ο μικρός χρόνος εκπαίδευσής και ο μικρός αριθμός 

εκπαιδεύσιμων παραμέτρων το καθιστά ιδανικό για χρήση σε συσκευές με μικρή 

επεξεργαστική ισχύ (πχ. Smartphones). 
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5.1.1 Γραφικές παραστάσεις 
 

Για να γίνουν πιο εύκολα κατανοητά όλα τα παραπάνω δημιουργήθηκε μια 

συνάρτηση η οποία οπτικοποιεί τα παραπάνω αποτελέσματα σε ένα γράφημα 

χρησιμοποιώντας την βιβλιοθήκη Μatplotlib. 

 

 

Πίνακας 5.1.5:   Γραφικές παραστάσεις ακρίβειας(accuracy) και απώλειας(loss) για το μοντέλο EfficientNetB0 

 

Η μπλε γραμμή αντιστοιχεί στο Train dataset και η πορτοκαλί στο Test dataset. 

Παρατηρείται ότι στις πρώτες 2 epoch η ακρίβεια αυξάνεται ραγδαία για το train 
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dataset  και η απώλεια πέφτει. Αυτό είναι η επιθυμητή συμπεριφορά ενός μοντέλου 

που προσαρμόζεται στο input που του δίνεται. Οι 2 γραμμές θα πρέπει ιδανικά να 

ταυτίζονται κάτι τέτοιο όμως δεν πρόκειται να συμβεί όσο καλό δίκτυο και αν είναι 

αυτό, ο στόχος οπότε είναι να βρίσκονται όσο το δυνατόν πιο κοντά μεταξύ τους. Σε 

περίπτωση που οι γραμμές αντί να έχουν την τάση να τέμνονται, απομακρύνονται 

αυτό είναι ένα σημάδι ότι το μοντέλο κάνει overfit ότι δηλαδή απομνημονεύει τα 

χαρακτηριστικά του train dataset και δεν μπορεί να προσαρμοστεί σε εικόνες που δεν 

έχει ξαναδεί στην περίπτωση αυτή τις εικόνες του test dataset. Η πράσινη γραμμή 

σηματοδοτεί την αρχή του Fine Tuning δηλαδή της διαδικασίας κατά την οποία 

‘ξεπαγώνουν’ κάποια στρώματα του μοντέλου(συνήθως τα τελευταία). Όπως 

αναφέρθηκε στο κεφάλαιο 2.7 όταν χρησιμοποιείται ένα μοντέλο με την μέθοδο 

Transfer Learning πρέπει να ακολουθείται μια συγκεκριμένη διαδικασία η οποία 

αναγράφεται αναλυτικά στο documentation του keras[]. Στην αρχή καλούμε το 

μοντέλο χρησιμοποιώντας την εντολή :  

base_model = tf.keras.applications.EfficientNetB0(include_top=False) 

όπου η παράμετρος include_top=False επισημαίνει στο μοντέλο να μην 

χρησιμοποιήσει τον αριθμό των κλάσεων πάνω στην οποίες έχει εκπαιδευτεί (στην 

περίπτωση του EfficientNet αυτές οι κλάσεις είναι χίλιες όσες έχει το dataset 

ImageNet) καθώς θα έχει ως είσοδο τις κλάσεις του dataset που θα δοθεί από εμάς. 

Το μοντέλο έχει προεπιλεγμένα τα βάρη του ImageNet και δέχεται σαν input float 

tensors με τιμές εικονοστοιχείων(pixels) με τιμές στην περιοχή 0-255. Έπειτα αφού 

ολοκληρωθούν κάποια epochs(4 σε αυτήν την περίπτωση) σταματάει η εκπαίδευση 

του μοντέλου και με την εντολή: 

base_model.trainable = True 

for layer in base_model.layers[:-5]: 

 layer.trainable = False 

 

 

Ξεπαγώνουμε τα τελευταία 5 στρώματα του δικτύου ώστε να μπορούν να 

προσαρμόσουν τα βάρη τους στο dataset και ξανά εκπαιδεύουμε το μοντέλο για άλλα 

4 epochs. Μπορεί να παρατηρηθεί εύκολα στο διάγραμμα ότι μετά το Fine Tuning οι 
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γραμμές έρχονται ακόμα πιο κοντά μεταξύ τους πράγμα που σημαίνει ότι το μοντέλο 

έγινε ακόμα πιο ευαίσθητο στις λεπτομέρειες που είχαν οι εικόνες. 

 

 

 

 

 

 

 

Πίνακας 5.1.6:   Γραφικές παραστάσεις ακρίβειας(accuracy) και απώλειας(loss) για το μοντέλο ResNet50 

 

 

Στον παραπάνω πίνακα παρατηρείται κάτι αντίστοιχο και με το μοντέλο ResNet50  

όμως ενώ στην 6η epoch οι γραμμές ξεκίνησαν να τέμνονται στην επόμενη 

απομακρύνθηκαν πάλι, πράγμα που σημαίνει ότι το μοντέλο δεν μπόρεσε να 

βελτιωθεί περαιτέρω. Για να βελτιωθεί αυτό θα πρέπει να γίνει πιο εκτεταμένη 
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ρύθμιση(tweaking) του, κάτι που δεν χρειάζεται διότι όπως αποδείχθηκε και 

παραπάνω το EfficientNet είναι ανώτερο και σε θέμα ταχύτητας αλλά και σε 

ακρίβεια. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 
Πίνακας 5.1.7:   Γραφικές παραστάσεις ακρίβειας(accuracy) και απώλειας(loss) για το μοντέλο MobileNetV2 

 
Όπως φαίνεται και από τις γραφικές παραστάσεις το MobileNet παρουσιάζει overfit. 

Οι γραμμές Train και Test συνεχώς απομακρύνονται και στο γράφημα του accuracy 

και στο γράφημα του loss. Αυτό οφείλεται στην αρχιτεκτονική του δικτύου η οποία 

δεν είναι αρκετά εκλεπτυσμένη για να διαχωρίσει χαρακτηριστικά (features) στον 

βαθμό που απαιτεί η συγκεκριμένη εργασία.  
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5.2 Plant Thesis Dataset 
 

Το dataset αυτό δόθηκε από τον επιβλέπων καθηγητή μου κ. Τσιμπίρη ώστε να 

αναδειχθεί η αποτελεσματικότητα της μεθόδου Transfer Learning. Το dataset 

αποτελείται από 3 κλάσεις με μόλις 357 εικόνες να χρησιμοποιούνται για την 

εκπαίδευση και 154 για την επαλήθευση των μοντέλων. Για να αυξηθεί ο αριθμός 

των εικόνων στο dataset θα χρησιμοποιηθεί μια μέθοδος  που ονομάζεται data 

augmentation. Η μέθοδος αυτή υλοποιείται με την χρήση ενός Sequential μοντέλου 

που μετά μπαίνει ως layer στην αρχιτεκτονική του δικτύου, κάτι που φαίνεται στους 

πίνακες με τις αρχιτεκτονικές των μοντέλων στο κεφάλαιο 5.1 ως data_augmentation. 

 

 

data_augmentation = Sequential([ 

 preprocessing.RandomFlip(“horizontal”), 

 preprocessing.RandomRotation(0.2), 

 preprocessing.RandomHeight(0.2), 

 preprocessing.RandomWidth(0.2), 

 preprocessing.RandomZoom(0.2) 

],name=”data_augmentation”) 

 

 

Το παραπάνω μοντέλο είναι Sequential που σημαίνει ότι εκτελείται διαδοχικά η κάθε 

εντολή και το στρώμα(layer) έχει ακριβώς έναν tensor για input και έναν για output. 

 

 

 

Το μοντέλο αυτό εφαρμόζει τις παραπάνω τροποποιήσεις σε κάθε εικόνα του Train 

dataset την στιγμή που το μοντέλο την λαμβάνει ως μέρος του batch. Αυτό έχει ως 
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αποτέλεσμα να υπάρχουν μεγαλύτερες επεξεργαστικές απαιτήσεις καθώς γίνεται 

ταυτόχρονη εκπαίδευση και τροφοδότηση του δικτύου με εικόνες. Μερικά 

παραδείγματα από το πώς είναι οι εικόνες μετά το augmentation layer είναι τα 

παρακάτω: 

 

 

 

Εικόνα 5.2.1 Παραδείγματα με 9 διαφορετικές τροποποιήσεις της ίδιας εικόνας 

 

 

 

 



Ανάπτυξη διαδικτυακής εφαρμογής για επικοινωνία με συνελικτικά νευρωνικά 
δίκτυα βαθιάς μηχανικής μάθησης κατηγοριοποίησης εικόνων 

 
 

50 
 

 

Εικόνα 5.2.2 Παραδείγματα με 9 διαφορετικές τροποποιήσεις της ίδιας εικόνας . 

 

 
Μπορεί στο ανθρώπινο μάτι οι εικόνες αυτές να είναι ίδιες απλώς με κάποια ελαφριά 

επεξεργασία, όμως ένα νευρωνικό δίκτυο τις “βλέπει” σαν τελείως διαφορετικές 

εικόνες. Έτσι μπορούμε να αυξήσουμε ραγδαία τον μέγεθος του Train dataset μας 

χωρίς στην πραγματικότητα να προσθέσουμε κάποια επιπλέον εικόνα. Αυτό αποτελεί 

ένα ιδιαίτερα χρήσιμο χαρακτηριστικό στο παρών dataset όπου υπάρχει πρόβλημα με 

το μικρό μέγεθος του. 
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  Κατηγορία ασθένειας Πλήθος εικόνων στο 
Dataset 

1 Aphis_Gossipii 160 

2 Healthy_Plants 160 

3 Worms 191 

 

Πίνακας με τις κλάσεις του Dataset καθώς και τον αριθμό εικόνων της κάθε κλάσης 

 

 

 

 

 precision recall f1-score  

 EficientNet ResNet Mobile
Net 

EficientNet ResNet Mobile
Net 

EficientNet ResNet Mobile
Net 

Suppor
t 

0 0.88 0.91 0.76 0.75 0.62 0.52 0.81 0.74 0.62 48 

1 0.80 0.71 0.85 0.85 0.94 0.60 0.83 0.81 0.71 48 

2 0.90 0.95 0.64 0.97 0.95 0.97 0.93 0.95 0.77 58 

 

Πίνακας αποτελεσμάτων μετά την χρήση της εντολής sklearn.metrics.classification_report 

 

 

Με μία ματιά στον παραπάνω πίνακα γίνεται σαφές ότι το MobileNet δεν μπορεί να 

ανταγωνιστεί τα άλλα 2 δίκτυα έχει όμως αρκετή βελτίωση σε σχέση με το Plant 

Village dataset και αυτό γιατί το Plant Thesis dataset απαιτεί λιγότερο πολύπλοκο 

δίκτυο για να μπορέσει να ξεχωρίσει τα χαρακτηριστικά μεταξύ των εικόνων. 
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Network Accuracy (%) 

EffientNetB0 86.36 

ResNet50 84.41 

MobileNetV2 71.42 

 

 

Ο πίνακας ακρίβειας του κάθε δικτύου ενισχύει το πόρισμα ότι το  MobileNet είναι 

το λιγότερο ικανό από τα 3 δίκτυα και σε αυτό το dataset. Το EfficientNet όμως 

βρίσκεται πολύ κοντά με το ResNet. Η μεταβλητή που θα κρίνει ποιο δίκτυο θα 

προτιμηθεί θα είναι ο χρόνος εκτέλεσης του κάθε δικτύου. Οι χρόνοι αυτοί θα είναι 

αρκετά μειωμένοι σε σχέση με το προηγούμενο dataset λόγω του μικρότερου αριθμού 

εικόνων που περιέχει και πάλι όμως η διαφορά θα είναι εμφανής. 

 

Network Train time per epoch(seconds) 

EffientNetB0 5.5 

ResNet50 9.4 

MobileNetV2 2.8 

 

Ακόμα και με τόσο μειωμένους χρόνους εκπαίδευσης γίνεται σαφής η ανωτερότητα 

του EfficientNet έναντι του ResNet αφού χρειάζεται σχεδόν τον μισό χρόνο 

εκπαίδευσης ενώ παράλληλα διατηρεί μεγαλύτερη ακρίβεια. 
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5.2.1 Γραφικές παραστάσεις 
 

Όπως και στο κεφάλαιο 5.1.1 έγινε χρήση της ίδιας βιβλιοθήκης MatplotLib για την 

δημιουργία γραφικών παραστάσεων ακρίβειας(accuracy) και απώλειας(loss). 

 

 

 

 

 

Γραφικές παραστάσεις ακρίβειας(Accuracy) και απώλειας(Loss) για το μοντέλο EfficientNetB0 

 

Όπως παρατηρείται στις παραπάνω εικόνες η διαδικασία εκπαίδευσης του δικτύου 

ήταν λίγο διαφορετική από ότι με το προηγούμενο dataset και αυτό γιατί μετά από 

πολλούς πειραματισμούς για να επιτευχθεί η μέγιστη απόδοσή του το FineTuning 
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έπρεπε να ξεκινήσει από τις πρώτες epoch ώστε να δοθεί χρόνος στο μοντέλο να 

προσαρμόσει τα βάρη του στο dataset. Παρότι όμως χρησιμοποιήθηκαν πολλές 

τεχνικές βελτίωσης της ακρίβειας παρατηρούμε ότι μετά την 7η με 8η epoch ότι 

αρχίζει να υπάρχει overfitting που φαίνεται από την απομάκρυνση των γραμμών 

μεταξύ Training και Validation .  

 

 

 

 

  

Γραφικές παραστάσεις ακρίβειας(Accuracy) και απώλειας(Loss) για το μοντέλο ResNet50 

 

Στο δίκτυο ResNet50 παρατηρείται το overfitting ξεκινάει πολύ νωρίτερα από ότι στο 

EfficientNetB0 κάτι που οφείλεται στην διαφορετική αρχιτεκτονική του δικτύου. Η  

συγκεκριμένη υλοποίηση του ResNet δεν μπορεί να διακρίνει περαιτέρω 



Ανάπτυξη διαδικτυακής εφαρμογής για επικοινωνία με συνελικτικά νευρωνικά 
δίκτυα βαθιάς μηχανικής μάθησης κατηγοριοποίησης εικόνων 

 
 

55 
 

λεπτομέρειες και patterns στο συγκεκριμένο dataset με τον αριθμό εικόνων που 

υπάρχουν σε αυτό. 

 

 

 

 

Γραφικές παραστάσεις ακρίβειας(Accuracy) και απώλειας(Loss) για το μοντέλο  MobileNetV2 

 

 

 

Το δίκτυο MobileNetV2 δεν παρουσιάζει overfit σε τόσο μεγάλο βαθμό όσο τα 

υπόλοιπα δίκτυα αλλά και το accuracy που πετυχαίνει είναι χαμηλότερο που σημαίνει 

ότι δεν μπορεί να βελτιωθεί περαιτέρω ακόμα και αν αυξηθεί ο αριθμός των εικόνων. 
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5.3 Συμπεράσματα 
 

Μετά τους παραπάνω πειραματισμούς προκύπτουν τα εξής συμπεράσματα: 

 

• Η μέθοδος του Transfer Learning είναι  επαναστατική και προσδίδει άλλη 
διάσταση στην έννοια του machine learning και των συνελικτικών 
νευρωνικών δικτύων καθώς ο χρόνος εκπαίδευσης και ειδικά η ακρίβεια των 
μοντέλων έχει αυξηθεί ραγδαία σε σχέση με τα παραδοσιακά μοντέλα. 

 

• Ακόμα και με ένα πολύ μικρό dataset όπως το Thesis Dataset το 

προεκπαιδευμένο μοντέλα EfficientNetB0 πέτυχε ακρίβεια μεγαλύτερη του 

85% και ακόμα πιο εντυπωσιακό με συνολικό χρόνο εκπαίδευσης μικρότερο 

του ενός λεπτού. 

 

• Στο Plant Village dataset υπήρξε ακρίβεια της τάξης του 96% και το μοντέλο 

μπόρεσε να ξεχωρίσει ακόμα και τέσσερις διαφορετικές ασθένειες 

φυλλωμάτων για κάθε φυτό με ακρίβεια που συχνά έφτανε το 100%. 

 

• Με τη χρήση συγκεκριμένων βιβλιοθηκών μπορούν να παραχθούν γραφικές 

παραστάσεις και να οπτικοποιηθούν τα αποτελέσματα κάτι που τα κάνει πιο 

ευανάγνωστα από τον παραδοσιακό τρόπο των reports(sklearn). Το 

classification report όμως παράγει περισσότερες παραμέτρους σύγκρισης των 

μοντέλων (precision, recall, f1-score) ώστε να γνωρίζουμε ακριβώς που 

υστερεί το μοντέλο για τυχόν μελλοντικές βελτιώσεις του. 
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•  

6  Κατασκευή ιστοσελίδας 
 

Στο πλαίσιο της διπλωματικής αυτής εργασίας θα πραγματοποιηθεί και η κατασκευή 

μιας ιστοσελίδας στην οποία θα έχει κάποιος πρόσβαση και από τον υπολογιστή και 

από κάποια κινητή συσκευή (smartphone, tablet). Στην ιστοσελίδα αυτήν θα μπορεί 

να επιλέγει μία εικόνα από την συλλογή του και να την ανεβάζει. Έπειτα το μοντέλο 

το οποίο ήδη θα είναι εκπαιδευμένο από πριν και θα έχει μετατραπεί σε javascript 

tensorflow model θα εμφανίζει σε ποια από τις 35 κατηγορίες έχει την μεγαλύτερη 

πιθανότητα να βρίσκεται η εικόνα αυτή καθώς θα εμφανίζει και το ποσοστό αυτό 

στην οθόνη. 

 

6.1 Εργαλεία Ανάπτυξης 
 

Για την κατασκευή της ιστοσελίδας χρησιμοποιήθηκε η γλώσσα σήμανσης 

HTML(Hyper Text Markup Language) η οποία αποτελεί το βασικό δομικό στοιχείο 

μιας ιστοσελίδας. Η HTML δεν πρέπει να συγχέεται με γλώσσα προγραμματισμού 

καθώς στην ουσία είναι γλώσσα περιγραφής ιδιοτήτων. Χρησιμοποιεί ειδικές ετικέτες 

(tags)  για το πως να διαχειριστεί και να εμφανίσει στον χρήστη το περιεχόμενο της 

ιστοσελίδας. Ενδεικτικά οι εντολές(tags) της HTML μπορούν : 

 

• Να εισάγουν σε μια ιστοσελίδα links(συνδέσμους) 

• Να εισάγει σε μια ιστοσελίδα εικόνες 

• Να διαμορφώσει το κείμενο (μέγεθος γραμματοσειράς , έντονα-πλάγια 

γράμματα) 
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Το 2008 η HTML έλαβε μια μεγάλη αναβάθμιση στην έκδοση 5 με στόχο την 

βελτίωση της γλώσσας. Η HTML5 περιλαμβάνει λεπτομερή μοντέλα επεξεργασίας 

για την ενθάρρυνση διαλειτουργικών υλοποιήσεων. Επεκτείνει και βελτιώνει τη 

σήμανση που είναι διαθέσιμη για έγγραφα και εισάγει διεπαφές σήμανσης και 

προγραμματισμού εφαρμογών(API) για πολύπλοκες εφαρμογές ιστού. 

 

Χρησιμοποιώντας  την HTML σαν βάση για την ιστοσελίδα , η CSS(Cascading Style 

Sheets) προσθέτει χρώματα , μεγαλύτερη ποικιλία γραμματοσειρών και διατάξεων 

της ιστοσελίδας. Για την κατασκευή μια όμορφης και καλοσχεδιασμένης ιστοσελίδας 

η χρήση της CSS κρίνεται απαραίτητη. Με την χρήση της CSS έπαψε να είναι 

απαραίτητη και χρονοβόρα η διαδικασία πρόσθεσης χρωμάτων και γραμματοσειρών 

σε ένα έγγραφο HTML καθώς πλέον μπορεί κάποιος να αλλάξει την μορφοποίηση 

ολόκληρου του ιστότοπου αλλάζοντας μόνο ένα αρχείο CSS. 

 

H JavaScript από την άλλη θεωρείται μια γλώσσα προγραμματισμού η οποία κάνει 

τις ιστοσελίδες διαδραστικές. Ενώ η HTML και η CSS δίνουν δομή και στυλ σε 

ιστοσελίδες, η JavaScript δίνει στις ιστοσελίδες διαδραστικά στοιχεία που 

προσελκύουν έναν χρήστη. Μερικά παραδείγματα χρήσης της JavaScript 

περιλαμβάνουν το πλαίσιο αναζήτησης στο Amazon, ένα βίντεο ειδήσεων στους New 

York Times, η την ανανέωση της ροής(feed) στο Twitter.  

 

 

 
 

 

Το tensorflow υποστηρίζει την μετατροπή των μοντέλων σε javascript για την 

ενσωμάτωσή τους σε διαδικτυακές εφαρμογές. Η μετατροπή αυτή μειώνει το μέγεθος 

του μοντέλου ώστε να μπορεί να φορτώνει και να πραγματοποιεί προβλέψεις πολύ 

πιο γρήγορα και χρησιμοποιώντας λιγότερους πόρους. Για να γίνει αυτή η μετατροπή 



Ανάπτυξη διαδικτυακής εφαρμογής για επικοινωνία με συνελικτικά νευρωνικά 
δίκτυα βαθιάς μηχανικής μάθησης κατηγοριοποίησης εικόνων 

 
 

59 
 

πρέπει να ακολουθηθεί μια συγκεκριμένη διαδικασία. Μόλις ολοκληρωθεί η 

εκπαίδευση με την εντολή: 

model.save(filepath=“./model.h5”) 

 

 

Αποθηκεύεται το υπάρχων μοντέλο στην μορφή h5. Στην μορφή αυτήν 

αποθηκεύονται τα βάρη, η αρχιτεκτονική του μοντέλου και πως συνδέονται τα 

στρώματα(layers) μεταξύ  τους. Κατά την αποθήκευση του μοντέλου δημιουργείται 

ένας φάκελος στο directory που βρίσκεται το project. Στον φάκελο αυτόν περιέχονται 

όλα τα απαραίτητα αρχεία που θα χρειαστεί για να ξαναφορτώσει το Tensorflow το 

μοντέλο όταν χρειαστεί. Στο αρχείο saved_model.pb αποθηκεύονται η αρχιτεκτονική 

και η διαμόρφωση της εκπαίδευσης(optimizer, loss και metrics). 

 

Ακολουθεί η εγκατάσταση της βιβλιοθήκης Tensorflowjs με την παρακάτω εντολή: 

pip install tensorflowjs 

 

Έπειτα χρησιμοποιώντας το tensorflow_converter που αποτελεί μέρος του 

tensorflowjs μετατρέπουμε το αποθηκευμένο μοντέλο σε tensorflowjs model. 

 

 

tensorflowjs_converter --input_format keras ‘/content/model.h5’ ‘/content/model’ 
 

 

 

Η παραπάνω εντολή δημιουργεί έναν καινούργιο φάκελο με το όνομα model και 

μέσα αποθηκεύει τα απαραίτητα αρχεία που θα χρειαστούν αργότερα για να το 

καλέσουμε χρησιμοποιώντας την javascript.Στον φάκελο αυτόν δημιουργείται ένα 
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.json αρχείο το οποίο θα διαβάσει το tensorflowjs κατά την κατασκευή ιστοσελίδας. 

Στον φάκελο επίσης περιέχονται κάποια .bin αρχεία με την ονομασία group1-

shard1of1. Αυτά αποτελούν   κομμάτια του δικτύου που έχει μετατραπεί. Ανάλογα με το 

μέγεθος του μοντέλου αυτά τα κομμάτια μπορεί να είναι πολλά. Στην δική μας 

περίπτωση το μοντέλο είναι σε ένα κομμάτι. Άφού έχει ολοκληρωθεί αυτό το βήμα 

μπορούμε να πάρουμε τον φάκελο του μοντέλου και να τον αντιγράψουμε στο 

directory βρίσκονται τα αρχεία που είναι απαραίτητα για την κατασκευή της 

ιστοσελίδας. 

 

 

 

6.2 Ιστοσελίδα 
 

 

Κατά το άνοιγμα της ιστοσελίδας ο χρήστης θα μπορεί να πατήσει στο κουμπί 

Choose File. Αυτό θα του ανοίξει τον file editor του εκάστοτε λογισμικού που μπορεί 

να έχει ή την εφαρμογή διαχείρισης αρχείων στην περίπτωση που είναι από κάποια 

κινητή συσκευή. 
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Εφόσον ο χρήστης επιλέξει κάποια εικόνα στην πράσινη μπάρα εμφανίζεται για πολύ 

λίγο η ένδειξη model is loading που σημαίνει ότι το μοντέλο φορτώνει , λαμβάνει την 

εικόνα που του δόθηκε και με την χρήση της συνάρτησης ενεργοποίησης Softmax 

εμφανίζει την κλάση με την μεγαλύτερη πιθανότητα να αντιστοιχεί στην 

συγκεκριμένη εικόνα. Αφού το κάνει αυτό στην πράσινη μπάρα εμφανίζεται η 

ένδειξη Model loaded succesfully που σημαίνει ότι το μοντέλο ολοκλήρωσε την 

πρόβλεψη του.  Αμέσως από κάτω εμφανίζεται η κλάση με την μεγαλύτερη 

πιθανότητα  και πιο κάτω ένα γραφικό στοιχείο που δείχνει ακριβώς το ποσοστό του 
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accuracy που για την διευκόλυνση του χρήστη εμφανίζεται ως ποσοστό 

σιγουριάς(sure). Το στοιχείο αυτό είναι ένας κύκλος που ανάλογα το ποσοστό της 

ακρίβειας της πρόβλεψης είναι ολόκληρος στο 100% η στο 0% δεν υπάρχει διότι 

δημιουργείται δυναμικά. 
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6.3 Ανάπτυξη Ιστοσελίδας 

 

Η δημιουργία της ιστοσελίδας πραγματοποιήθηκε μέσω του ολοκληρωμένου 

περιβάλλοντος ανάπτυξης (IDE)  Webstorm της Jetbrains. Το περιβάλλον αυτό έχει 

την δυνατότητα να τρέχει τοπικά την σελίδα ώστε ο προγραμματιστής να 

παρακολουθεί τις αλλαγές που πραγματοποιεί σε πραγματικό χρόνο. Αυτό όμως 

σημαίνει ότι η σελίδα δεν είναι προσβάσιμη από κάποιον που βρίσκεται στο 

διαδίκτυο. Για να μπορέσει να γίνει αυτό με όσο το δυνατόν λιγότερο ρίσκο 

ασφάλειας θα χρησιμοποιηθεί η εφαρμογή Ngrok. Το Ngrok είναι μια εφαρμογή 

πολλαπλών πλατφορμών(cross-platform) που εκθέτει τοπικές θύρες διακομιστή στο 

διαδίκτυο. Αυτό κάνει την ανάπτυξη της ιστοσελίδας πολύ πιο απλή αφού δεν 

χρειάζεται ο προγραμματιστής να ξοδέψει χρόνο στήνοντας την ασφάλεια της 

σελίδας και των πυλών(ports). Αφού πραγματοποιηθεί η εγκατάσταση του 

προγράμματος θα πρέπει να δημιουργηθεί ένα .yml αρχείο στο path: 

/snap/ngrok/79/.config/ngrok/ngrok.yml μέσα στο οποίο θα βρίσκονται οι 

απαραίτητες ρυθμίσεις και διαμορφώσεις όπως: 

• authtoken : Ένα μοναδικό hash το οποίο παράγεται αφού έχει δημιουργηθεί 

λογαριασμός από τον προγραμματιστή στην ιστοσελίδα του ngrok και είναι 

απαραίτητο ώστε να γίνεται η ταυτοποίηση του δημιουργού αυτού του .yml 

αρχείου. 

• addr :  Στο πεδίο αυτό συμπληρώνεται το port το οποίο θα χρησιμοποιήσει το 

Ngrok ώστε να μπορεί να δεχθεί requests από το διαδίκτυο και όχι τοπικά. 

• basic_auth : Ένας βασικός έλεγχος ασφαλείας στον οποίο βάζουμε το 

επιθυμητό username και password , κάτι που θα είναι απαραίτητο να γνωρίζει 

αυτός που θα θέλει να συνδεθεί. 

• proto: Είδος πρωτοκόλλου ασφαλείας που θα χρησιμοποιηθεί κατά την 

λειτουργία της ιστοσελίδας. 
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Ένα ολοκληρωμένο .yml αρχείο έχει την παρακάτω δομή : 

 

 

authtoken: 2BZitYV3BPIXzR9UtFrLZiyQuwP_6MDe9ANr2SMpWVYR1YWz7 
version:2 
tunnels: 
 ui: 
  addr:8000 
  basic_auth: 
  - “nick:Test1234” 
  proto: http 
  host_reader: “ui.dev” 
 

 

 

Όπως φαίνεται και από το .yml αρχείο το Ngrok θα πρέπει να επικοινωνήσει μέσω 

του port 8000. Αυτό για να συμβεί θα πρέπει στο τοπικό υπολογιστή να ανοίξει το 

συγκεκριμένο port. Αυτό μπορεί να γίνει εύκολα από το τερματικό του linux με την 

εντολή:   

 

 

python3 -m http.server 

 

 

Αυτό παράγει το εξής output στο τερματικό για να δείξει ότι το port 8000 έχει 
ανοίξει: 

 

Serving HTTP on 0.0.0.0 port 8000 (http://0.0.0.0:8000/) ... 
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Αξίζει να σημειωθεί ότι το τερματικό στο οποίο θα τρέξει η παραπάνω εντολή θα 

πρέπει να βρίσκεται μέσα στο directory που υπάρχουν τα αρχεία html, javascript και 

css.  Εφόσον πραγματοποιηθεί αυτή η ενέργεια ανοίγουμε ένα δεύτερο τερματικό για 

την εκκίνηση του ngrok, το τερματικό αυτό μπορεί να ανοίξει από οπουδήποτε. Εκεί 

εκτελούμε την παρακάτω εντολή: 

 

sudo ngrok start --config=/home/nikos/.config/ngrok/ngrok/ngrok.yml --all 

 

 

Το sudo στην αρχή της εντολής είναι απαραίτητο ώστε το ngrok να εκκινήσει με 

δικαιώματα root. 
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Αφού εκτελεστεί η εντολή εμφανίζεται στο τερματικό ένα live dashboard με κάποιες 

βασικές πληροφορίες όπως ο λογαριασμός στον οποίο είναι συνδεδεμένο το ngrok 

κάτι που βρίσκεται μέσα στο .yml αρχείο όπως αναφέρθηκε παραπάνω, σε ποια 

περιοχή βρίσκεται ο διακομιστής, καθώς και το link που δημιούργησε και μπορούμε 

να το μοιραστούμε με  κάποιον που θέλει να συνδεθεί στην ιστοσελίδα. Αφού 

μοιραστούμε το link και το ανοίξει κάποιος για πρώτη φορά θα εμφανιστεί η 

παρακάτω ενημέρωση: 

 

 

 

 
Κάνει κλικ στο Visit Site και μετά θα ζητηθεί username και password τα οποία 

υπάρχουν σαν μεταβλητές στο .yml αρχείο. 
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Εικόνα  6.2 Πεδίο συμπλήρωσης username και password για να πραγματοποιηθεί σύνδεση στην ιστοσελίδα 

 

 

 

Αν ο χρήστης καταχωρήσει σωστά τα διαπιστευτήρια τότε θα έχει πρόσβαση στην 

ιστοσελίδα και θα μπορεί να ανεβάσει την εικόνα που θέλει ώστε να πραγματοποιηθεί 

η πρόβλεψη. 
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Εικόνα  6.2.1 ο χρήστης βλέπει την αρχική σελίδα της ιστοσελίδας 

 

 

 

 
Εικόνα  6.2.2 Εκκίνηση της διαχείρισης αρχείων όταν ο χρηστής πατάει το κουμπί επιλογής αρχείου 
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7 Μελλοντικές επεκτάσεις  
 

Στο κομμάτι της ιστοσελίδας θα μπορούσε να δημιουργηθεί και να ενοικιαστεί 

διακομιστής(server) στον οποίο θα βρίσκεται η ιστοσελίδα 24  ώρες την ημέρα 7 

ημέρες την εβδομάδα χωρίς να είναι απαραίτητη η χρήση του ngrok. Επίσης θα 

μπορεί να φιλοξενεί περισσότερους ταυτόχρονους χρήστες και θα υπάρχει ακόμα 

μεγαλύτερη ασφάλεια κατά κακόβουλων επιθέσεων. Κατά την μετατροπή του 

μοντέλου EfficientNetB0 σε javascript model παρουσιάστηκε σφάλμα και μετά από 

εκτενή αναζήτηση βρέθηκα στο συμπέρασμα ότι στην παρούσα έκδοση tensorflow 

(2.5) που αναπτύχθηκε το project υπάρχει ασυμβατότητα κατά την μετατροπή 

οποιουδήποτε μοντέλου transfer learning σε javascipt model. Για να αντιμετωπιστεί 

αυτό κατασκευάστηκε ένα sequential μοντέλο το οποίο έφτασε την αξιοπρεπή 

ακρίβεια 85% και μετατράπηκε σε javascript model. Μια ακόμη επέκταση του 

μοντέλου θα ήταν να μπορεί να αναγνωρίζει ασθένειες από ακόμη περισσότερα φυτά 

η ακόμη και τον εντοπισμό ανθρωπίνων ασθενειών με την μορφή ακτινογραφιών κάτι 

που βέβαια θα απαιτούσε την χρήση διαφορετικών μοντέλων transfer learning που θα 

είναι προεκπαιδευμένα σε εικόνες κλίμακας γκρι όπως αυτές των ακτινογραφιών. Εν 

κατακλείδι όπως παρουσιάστηκε και σε αυτή την διπλωματική εργασία οι 

δυνατότητες των συνελικτικών νευρωνικών δικτύων είναι εντυπωσιακές καθώς όλη 

αυτή η εργασία αναπτύχθηκε χωρίς την χρήση σύγχρονων GPU κάτι που αναδεικνύει 

το πόσο βελτιστοποιημένα είναι τα μοντέλα αυτά. Τέλος με την πρόοδο των 

υπολογιστικών συστημάτων τα τελευταία χρόνια οι χρήσεις τέτοιων μοντέλων θα 

διαδραματίζουν όλο και πιο σημαντικό ρόλο στην καθημερινότητά μας, πολλές φορές 

χωρίς να το αντιλαμβανόμαστε. 
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